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摘要：【目的】为了在迭代自训练之前探索数据集分布情况，挑选出所含信息量较大且置信度较高的无标记样本加入训练

集训练，让训练出的初始分类器有较高的准确性，提高自训练方法的泛化性。【方法】以聚类假设为基础，先对无标记样本

集进行密度峰值聚类，在人工地选出聚类中心后，将新的聚类中心作为模糊聚类的初始聚类中心进行模糊聚类，从而筛选

出有用的无标记样本。【结果】通过使用密度峰值优化模糊聚类算法，筛选出所含信息量大且置信度高的样本加入了训练

集，训练出泛化性更强、分类精度更高的分类器。【结论】实验结果表明，改进后的自训练方法能快速发现样本集原始空间

结构，筛选出有用无标记样本加入训练集，与结合其他聚类算法的自训练方法相比分类精度有所提高。
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自训练方法（Ｓｅｌｆｔｒａｉｎｉｎｇ）
［１］是一种研究较多且易于实现的半监督学习［２］分类算法。自训练的主要过程就

是围绕数据集本身，不断发掘内部有用信息，自我训练，不断提高。该方法因简单有效且训练成本较低而倍受专

家学者青睐。

在半监督学习分类中，通常使用聚类假设将无标记样本所揭示的数据分布信息与类别标记相联系［３］。聚类

假设是指在样本集中，如果一些样本分布在同一类簇中，则它们的类标签相同的概率会比较大。因此，在对整个

样本集进行分类时，应同时考虑有标记样本和无标记样本的分布情况，分类决策平面应尽可能穿过样本分布稀

疏的区域，从而避免同一类簇样本被错误划分。基于此聚类假设产生了许多经典的半监督分类算法［４７］。

也有许多学者在迭代训练之前，通过结合一些聚类算法来探索样本集的数据分布情况，以此来改进自训练

方法［８１５］。例如，文献［８］提出将模糊Ｃ均值聚类算法（ＦｕｚｚｙＣｍｅａｎｓ，ＦＣＭ）集成到自训练方法中；文献［９］提

出一种结合Ｋｍｅａｎｓ的半监督文本分类方法（ＣＢＣ）；文献［１０１１］提出将密度峰值聚类算法（Ｄｅｎｓｉｔｙｐｅａｋｃｌｕｓ

ｔｅｒｉｎｇ，ＤＰＣ）
［１２］结合到自训练方法中；文献［１３１４］在对无标记样本聚类后，使用了数据剪辑技术对标记错误的

无标记样本进行剔除，以此来提高分类器的分类精度。以上文献都是通过先对大量无标记样本使用一种聚类方

法，筛选出有用无标记样本加入训练集，从而完成分类器的训练。

ＤＰＣ算法是一种方便快捷、简单有效的聚类算法。针对该聚类算法存在的一些缺陷，部分学者提出了一些

改进［１６１７］。为了通过结合聚类方法挑选出所含信息量较大且置信度高的无标记样本加入训练集训练，让训练出

的初始分类器有较高的准确性，提高自训练方法的泛化性，受到上述文献的共同启发，本文提出结合密度峰值优

化模糊聚类的半监督自训练方法（ＮａｉｖｅＢａｙｅｓｓｅｌｆｔｒａｉｎｉｎｇｃｏｍｂｉｎｅｄＤＰＣＦＣＭ，ＮＢＳＴＤＰＣＦＣＭ）。在 ＵＣＩ数

据集上进行对比仿真实验，证明了本文算法的有效性。

１密度峰值优化模糊聚类算法

ＤＰＣＦＣＭ聚类算法是ＤＰＣ和ＦＣＭ两种算法的结合。该算法和传统ＦＣＭ算法一样是一种软聚类算法，即

一个无标记样本并不是固定属于某一类别，而是采用隶属度的概念来度量该样本属于某一类的概率有多大，相

比于传统非此即彼的硬划分聚类更为合理。然而，传统ＦＣＭ算法对初始聚类中心较为敏感，该算法的终止条件
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为目标函数达到极小值，同时该算法对于非球形分布的数据集来说分类效果并不理想。对于球形分布的数据

集，无论初始聚类中心在哪里，它的目标函数往往能迭代下降到全局最优的极值点。而对于许多非球形分布的

数据集来说，初始聚类中心的选择并不一定是在全局最优点附近，因而容易陷入局部最优，不能很好地发现数据

分布情况。在这种情况下筛选出的无标记样本所暗含的信息量不大，更为严重的是，这些无标记样本可能被错

误标记，加入训练后反而会导致分类器性能下降。

针对该问题，ＤＰＣＦＣＭ算法通过引入ＤＰＣ算法的密度峰值点思想来进行优化改善。ＤＰＣ算法对初始聚类

中心的选择基于：１）自身局部密度应大于周围样本点的局部密度；２）该聚类中心应与其它密度峰值点（即聚类

中心）有较大的距离。

基于此假设条件，给定数据集犛＝ 狓犻 狓犻∈犚
狀，犻＝１，…，｛ ｝犖 ，对每一个样本点狓犻，计算它的局部密度ρ犻和它

到其他局部密度比它大且距离最近的样本狓犼之间的相对距离δ犻，其中局部密度与相对距离的定义如下。

定义１　样本点狓犻的局部密度：

ρ犻＝∑
犼

狓（犱犻犼－犱犮）， （１）

其中
１，狓＜０

０，｛ 否则
。犱犻犼为样本狓犻，狓犼之间的欧氏距离，犱犮为截断距离。

定义２　密度峰值点狓犻的相对距离：
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其中，犐犻狊＝ 犽∈犐狊：ρ犼＞ρ｛ ｝犻 。

显然，由（１）式知，样本点的局部密度对截断距离犱犮敏感。当数据集较大时，ＤＰＣ算法的聚类结果受到该参

数的影响较小，反之则较大。由（２）式可知，对于样本点狓犻，若该点为局部密度峰值点或全局密度峰值点，则局部

密度ρ犻大于周围样本点的局部密度，相对距离δ犻也应远大于近邻样本点的δ值。因此，在ＤＰＣ算法中，类簇中

心的选择应为ρ和δ的值都异常大的样本点。ＤＰＣ算法通过构造样本局部密度ρ和相对距离δ的决策图，人为

地选择类簇中心。在遍历数据集后，将剩余的样本点狓犼归入局部密度比ρ犼大且距离狓犼 最近的样本点所在的类

簇中，一次性完成对剩余样本狓犼的分配，从而降低该算法的时间复杂度。

这样，改进后的ＤＰＣＦＣＭ算法不再随机选择初始聚类中心，而是通过（１），（２）式来计算每个样本点的ρ和

δ，通过比较它们的大小来确定初始聚类中心。确定初始聚类中心之后，ＤＰＣＦＣＭ 算法再通过构造目标函数，分

别对其中的隶属度和聚类中心进行求导计算，在达到约束条件之后停止迭代。具体的目标函数和约束条件为：

犑（犝，犞）＝∑
犆

犼＝１
∑
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狌犻犼∈ （０，狀］，１≤犻≤狀，１≤犼≤犮。

其中犿∈（１，＋∞）为加权模糊系数，反应控制隶属度在各类之间的共享程度，狌犻犼为样本狓犻属于类犼的隶属程度，

犝 为狌犻犼构成的犆×犖 的隶属度矩阵，犞为聚类中心矩阵，‖狓犻－犮犼‖
２ 为样本点狓犻 到类中心犮犼 的欧氏距离。对

于目标函数使用Ｌａｎｇｒａｎｇｅ乘数法求解，分别对狌犻犼和犮犼求偏导，得到让（３）式达到最小值的必要条件：
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综上，改进后的ＤＰＣＦＣＭ算法拥有更好的全局性，能够发现数据的整体结构。同时该聚类算法也是一种改

进的软聚类方法，通过采用ＦＣＭ算法的聚类隶属度来改善ＤＰＣ算法的分配策略，以此减少ＤＰＣ算法的二值分

配策略对样本集数据空间的改变。ＤＰＣＦＣＭ算法既结合了模糊聚类和密度峰值聚类的优点，又互补了对方的缺
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点；既能发现样本集的真实数据分布情况，找出样本稀疏的区域，划定分类决策边界，又是采用软聚类的模式，用

隶属度来合理地反应样本的类别概率。因此，本文选择该聚类算法来探索样本集的数据分布情况，然后训练贝

叶斯分类器。

２结合密度峰值优化模糊聚类的自训练方法

ＮＢＳＴＤＰＣＦＣＭ算法通过在传统的自训练框架上嵌入ＤＰＣＦＣＭ 聚类算法，将聚类和分类算法有机地统一

在自训练框架中。该算法的具体思想为，首先用少量有标记样本训练出一个初始的贝叶斯分类器，然后对大量

无标记样本进行ＤＰＣＦＣＭ聚类，筛选出聚类隶属度高同时所含信息量大的无标记样本给贝叶斯分类器分类，分

类后选取出置信度高的有标记样本加入训练集中重新训练贝叶斯分类器，直到无标记样本都作上标记。本文提

出的ＮＢＳＴＤＰＣＦＣＭ算法的具体算法步骤如下：

输入：数据集犇，有标记样本集犔，无标记样本集犝，截断距离参数犱犮。

输出：聚类结果犆，聚类中心犞，贝叶斯分类器。

步骤１，对无标记样本集犝 进行数据预处理；

步骤２，输入经过预处理的犝，参数犱犮。根据（１），（２）式计算犝 中每个样本点的局部密度ρ犻和相对距离δ犻，

确定初始聚类中心；

步骤３，根据（４）式计算隶属度矩阵犝
（ｔ），根据（５）式更新聚类中心犞，输出对犝 的聚类结果犆；

步骤４，利用有标记样本集犔训练初始贝叶斯分类器；

步骤５，根据聚类结果犆选取高隶属度的无标记样本集犜１ 给贝叶斯分类器分类；

步骤６，分类后选取高置信度的有标记样本集犜２ 加入犔中并重新训练新的贝叶斯分类器；

步骤７，更新犔←犔∪犜２，犝←犝－犜２，返回步骤２。

３实验结果与分析

为了证明本文算法的有效性，选用如下算法进行对比实验。

１）文献［１０］提出的结合密度峰值聚类的朴素贝叶斯自训练算法（ＮＢｓｅｌｆｔｒａｉｎｉｎｇｅｍｓｅｍｂｌｅｄｅｎｓｉｔｙｐｅａｋ

ｃｌｕｓｔｅｒｉｎｇ，ＮＢＳＴＤＰＣ）；

２）文献［８］提出的结合模糊Ｃ均值聚类的朴素贝叶斯自训练算（ＮＢｓｅｌｆｔｒａｉｎｉｎｇｅｍｓｅｍｂｌｅｓｅｍｉｓｕｐｅｒｖｉｓｅｄ

ｆｕｚｚｙＣｍｅａｎｓ，ＮＢＳＴＦＣＭ）；

３）文献［１］提出的半监督朴素贝叶斯自训练方法（ＮａｉｖｅＢａｙｅｓｓｅｌｆｔｒａｉｎｉｎｇ，ＮＢＳＴ）。

表１　数据集描述

Ｔａｂ．１　Ｄｅｓｃｒｉｐｔｉｏｎｓｏｆｄａｔａｓｅｔｓ

数据集 样本个数 属性个数 类别个数

Ｉｒｉｓ １５０ ４ ３

Ｗｉｎｅ １７８ １３ ３

Ｓｅｅｄｓ ２１０ ７ ３

ＶｅｒｔｅｂｒａｌＣｏｌｕｍｎ ３１０ ６ ２

ＨａｂｅｒｍａｎＳｕｒｖｉｖａｌ ３０６ ３ ２

ＰｉｍａＩｎｄｉａｎｓ ７６８ ８ ２

ＣａｒＥｖａｌｕａｔｉｏｎ １７２８ ６ ４

Ｉｏｎｏｓｐｈｅｒｅ ３５１ ３３ ２

Ｅｃｏｌｉ ３３６ ８ ４

　　实验采用９个ＵＣＩ标准数据集，具体的数据集描述见

表１。将每个数据集随机选择８０％作为训练集，２０％作为

测试集，在训练集中随机选择５％作为初始有标记样本集

犔，其余的去掉标记作为无标记样本集犝。４个算法在９个

数据集上每个重复２０次实验，最后取平均值。其中，对数

据集Ｅｃｏｌｉ做了部分处理，将８个类标记归整为４个。对

数据集Ｉｏｎｏｓｐｈｅｒｅ做了部分处理，删除了其中两个离散属

性，算上类标记属性一共３３个属性。

如表２所示，有标记样本为１０％时４个算法在９个数

据集上的分类正确率比较（平均值±标准差）。本文提出

的ＮＢＳＴＤＰＣＦＣＭ算法整体上优于ＮＢＳＴ算法、ＮＢＳＴＦ

ＣＭ算法和 ＮＢＳＴＤＰＣ算法。其中，在Ｓｅｅｄｓ数据集上，

ＮＢＳＴＤＰＣＦＣＭ算法的精度最高，这可能是因为通过高斯核函数的映射，该数据集的数据呈现高斯分布的状态，

因此该数据集的三分类数据分布均匀，从而分类精度较高。在Ｖｅｒｔｅｂｒａｌｃｏｌｕｍｎ数据集和Ｐｉｍａｉｎｄｉａｎｓｄｉａｂｅｔｅｓ

数据集上，ＮＢＳＴＦＣＭ 算法和 ＮＢＳＴＤＰＣ算法精度都没有 ＮＢＳＴ算法高，而 ＮＢＳＴＤＰＣＦＣＭ 算法整体上与

ＮＢＳＴ算法相当。在数据集Ｉｏｎｏｓｐｈｅｒｅ上，ＮＢＳＴＦＣＭ的分类精度最高，ＮＢＳＴＤＰＣＦＣＭ 算法相较ＮＢＳＴ算法

分类精度提高并不大，这是因为这３个数据集的数据种类不同于前面几个数据集，它们的类标记只有两类。如
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果只通过ＤＰＣ算法聚类，大量无标记样本被标注成为离群噪声点，这样不仅在训练集中只添加了少量标记后的

无标记样本，而且其置信度也不高，导致后期在迭代训练朴素贝叶斯分类器的过程中错误样本累积，使得样本集

原始数据结构发生改变。在数据集Ｃａｒｅｖａｌｕａｔｉｏｎ和数据集 Ｈａｂｅｒｍａｎｓｕｒｖｉｖａｌ中，４种算法的分类精度相差并

不大，这或许是因为以上两个数据集的数据属性为离散性质的缘故。在实验中，使用ＤＰＣ聚类对离散属性的数

据进行聚类后，数据会呈现出阶梯状的分布，每一个阶梯上都会存在大量数据点，因此不利于聚类中心的选择，

因而３种结合聚类的改进算法分类精度提升都不大。在实验中发现，对于数据集Ｉｏｎｏｓｐｈｅｒｅ，如果将它的３５个

属性都加入训练，则训练出的贝叶斯分类器分类效果并不好，在计算中很容易出现奇异矩阵。如果将它的两类

离散性质的属性删除，则训练出的分类器分类精度将得到大幅度提高。这也说明了结合ＤＰＣ聚类的自训练算

法对有离散属性的数据集分类表现并不理想。

表２　有标记样本为１０％时，４个算法在９个数据集上的性能对比

Ｔａｂ．２　Ｃｏｍｐａｒｉｓｏｎｏｆｐｅｒｆｏｒｍａｎｃｅｏｆ４ａｌｇｏｒｉｔｈｍｓｏｎ９ｄａｔａｓｅｔｓｗｉｔｈ１０％ｏｆｌａｂｅｌｅｄｓａｍｐｌｅｓ ％　

ＮＢＳＴ ＮＢＳＴＤＰＣ ＮＢＳＴＦＣＭ ＮＢＳＴＤＰＣＦＣＭ

数据集 平均分类

正确率
标准差

平均分类

正确率
标准差

平均分类

正确率
标准差

平均分类

正确率
标准差

Ｉｒｉｓ ６８．１０５５９０ ９．３９１５０５ ７８．７１４２８５ １０．１０６５７４０ ７７．１４２８５７ ５．４５３８８８ ７９．２５５４７３ ５．２３６２９９

Ｗｉｎｅ ６４．０９６３８５ １５．０７５４９０ ８１．００００００ ６．８２６５３３７ ７４．６９８７９５ １１．９１９４９０ ８４．１２５０００ ４．６４７７４８

Ｓｅｅｄｓ ７１．３８６０５４ １２．９８３０４０ ８２．０４５５０２ ５．２４２６８３５ ８３．７４６３５５ ２．４５４４３９ ８５．２５６０８４ ２．０４４３９５

Ｖｅｒｔｅｂｒａｌｃｏｌｕｍｎ ７２．００６９２０ ４．６８０７４８ ６７．３０１０４３ ３．１８０８４５５ ６６．２９７５７８ ２．４０４７８５ ７４．９３６０４２ ４．０７８７３４

Ｈａｂｅｒｍａｎｓｕｒｖｉｖａｌ ６９．３４６８２３ ３．５６３３７７ ６５．９０８３７２ ２．９８３５３５８ ７０．２３７２５８ ２．０９８４２７ ７２．９０９３２７ ３．４０５６６２

Ｐｉｍａｉｎｄｉａｎｓ ７０．３４９９３２ ２．２５１９５９ ６０．５３００７５ ２．６４９９４５３ ６７．０５７１８２ １．９１０７９１ ７１．５８４４６４ ２．７６１２４８

Ｉｏｎｏｓｐｈｅｒｅ ７６．３２９１５６ ７．８２０３５６ ８１．４３２５６６ １０．３４５８０１０ ８５．１３２１０１ ５．０２６８４１ ７９．３６９４５１ ５．３０１８９６

Ｃａｒｅｖａｌｕａｔｉｏｎ ７３．１３１８３２ ２．５５８４０２ ７５．８１３９７４ ５．３０１８９０２ ７１．０３６０１２ ２．０３２０１４ ７４．３２９８５１ ４．０３０１２９

Ｅｃｏｌｉ ７３．３９９５５８ ６．３２９１２５ ７７．４１８９４１ ５．０３１２０７８ ７５．２６５４１６ ３．０６９０２６ ７９．４１８４２６ ２．０７８０３５

如图１所示为４个算法在有标记样本数量为１０％时Ｆｍｅａｓｕｒｅ值的对比分析。Ｆｍｅａｓｕｒｅ值是一种统计

量，它是准确率（Ｐｒｅｃｉｓｉｏｎ）和召回率（Ｒｅｃａｌｌ）的加权调和平均值，可以评价分类结果的准确性。Ｆｍｅａｓｕｒｅ指标

越大，则该分类器的分类准确性越高。Ｆｍｅａｓｕｒｅ值是ＩＲ（信息检索）领域的常用的一个评价标准，公式为：

犉＝
２×犘犚
犘＋犚

。 （６）

图１　４种算法在有标记样本为１０％时的ＦＭ值对比

Ｆｉｇ．１　ＣｏｍｐａｒｉｓｏｎｏｆｔｈｅＦＭｖａｌｕｅｓｏｆｔｈｅｆｏｕｒａｌｇｏｒｉｔｈｍｓｗｈｅｎｔｈｅｌａｂｅｌｅｄｓａｍｐｌｅｉｓ１０％

　　可以看出，ＮＢＳＴＤＰＣＦＣＭ算法的Ｆｍｅａｓｕｒｅ值除了在数据集Ｉｏｎｏｓｐｈｅｒｅ和数据集Ｃａｒｅｖａｌｕａｔｉｏｎ上不是

最高之外，在其他几个数据集上都比另外３个算法要高。同时，在这两个不是最高的数据集上，ＮＢＳＴＤＰＣＦＣＭ
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算法的Ｆｍｅａｓｕｒｅ值都在０．７０以上，这已经是一个相对较高的Ｆｍｅａｓｕｒｅ值了。

图２为ＮＢＳＴＤＰＣ算法、ＮＢＳＴ算法、ＮＢＳＴＦＣＭ算法和ＮＢＳＴＤＰＣＦＣＭ算法在９个数据集上，随着有标记

样本数量的增加算法分类精度的变化示意图。可以看出，在数据集Ｐｉｍａｉｎｄｉａｎｓｄｉａｂｅｔｅｓ，Ｗｉｎｅ，Ｖｅｒｔｅｂｒａｌｃｏｌ

ｕｍｎ，Ｈａｂｅｒｍａｎｓｕｒｖｉｖａｌ，Ｅｃｏｌｉ和Ｉｒｉｓ上，ＮＢＳＴＤＰＣＦＣＭ 算法整体性能优于 ＮＢＳＴ算法、ＮＢＳＴＦＣＭ 算法和

ＮＢＳＴＤＰＣ算法。其中，在数据集Ｈａｂｅｒｍａｎｓｕｒｖｉｖａｌ上，虽然ＮＢＳＴＤＰＣＦＣＭ 算法整体上优于其他３种算法，

但分类精度提高却不多，而在Ｃａｒｅｖａｌｕａｔｉｏｎ上更是只比ＮＢ算法分类精度大一些。这可以说明，ＮＢＳＴＤＰＣＦ

ＣＭ算法在离散型数据的数据集上提高不大。同时在数据集Ｓｅｅｄｓ上，当有标记样本比率为２０％和３０％时，ＮＢ

ＳＴＤＰＣ算法的分类精度要优于ＮＢＳＴＤＰＣＦＣＭ 算法，但从整体上看，本文提出的ＮＢＳＴＤＰＣＦＣＭ 算法要优于

其他３种算法。在数据集Ｐｉｍａｉｎｄｉａｎｓｄｉａｂｅｔｅｓ，Ｉｏｎｏｓｐｈｅｒｅ，Ｖｅｒｔｅｂｒａｌｃｏｌｕｍｎ和 Ｈａｂｅｒｍａｎｓｕｒｖｉｖａｌ上，随着

有标记样本数量的增加，４种算法的分类精度都没有特别大的提高，这可能是因为这些数据集都是二分类的数据

集，进行聚类分析时，很多无标记样本被判定为离群噪声点，导致训练集的质量有所下降。而其他如Ｉｒｉｓ，Ｗｉｎｅ，

Ｓｅｅｄｓ和Ｅｃｏｌｉ这４个数据集，本身数据集所含的样本数量并不多，在训练中容易出现过拟合现象。因此在训练

初期所含有标记样本较少的情况下，通过用少量的有标记样本进行聚类分析并不能筛选出信息量大的有用无标

记样本，４种算法的分类精度都较低，而在后面的迭代训练中，随着无标记样本的大量被标记加入训练，其他３种

结合聚类的算法能够筛选出足够多的有用无标记样本加入训练，从而能够实现分类精度的大幅度提高。同时这

也反映出，这４个数据集内在数据结构较为清晰，离群噪声点较少。对于数据集Ｉｏｎｏｓｐｈｅｒｅ，虽然它是二分类的

数据集，但是它所含的样本并不多。在这个数据集上，尽管结合聚类分析的改进算法相比于原始的ＮＢＳＴ算法

提高并不大，但３种算法也都达到了将近８０％的分类精度。

图２　４种算法在９个数据集上的平均分类正确率对比

Ｆｉｇ．２　Ｃｏｍｐａｒｉｓｏｎｏｆａｖｅｒａｇｅｃｌａｓｓｉｆｉｃａｔｉｏｎａｃｃｕｒａｃｙｏｆ４ａｌｇｏｒｉｔｈｍｓｏｎ９ｄａｔａｓｅｔｓ
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　　综上所述，本文考虑用ＤＰＣＦＣＭ聚类算法来做聚类分析，在迭代训练之前先通过计算样本点的局部密度和

相对距离来确定样本集的整体数据结构，反映样本集的原始数据空间，再通过聚类隶属度来筛选有用的无标记

样本加入训练集。这样，当所有无标记样本都根据其聚类隶属度作上相应标记后加入训练集训练时，训练出的

贝叶斯分类器具有最好的泛化性。同时相比于结合其他聚类方法的自训练算法，本文算法具有更高分类精度。

４结语

本文针对半监督自训练方法在迭代自训练过程中容易选出所含信息不大，置信度不高的无标记样本加入训

练的问题，提出了ＮＢＳＴＤＰＣＦＣＭ算法。该算法在自训练过程中先对大量无标记样本进行ＤＰＣＦＣＭ聚类，筛选

出聚类隶属度高，所含信息量较大的无标记样本，并做好相应标记后加入训练集中，同少量有标记样本共同训练

朴素贝叶斯分类器。相对于传统半监督自训练方法，该算法能够很好地发现数据集中样本的内在数据结构，随

着大量无标记样本被标记后加入训练，分类精度也比传统方法有所提升。同时该算法在实验时需要注意各项参

数的设置，合理的参数设置会让该算法的性能有所提高。本文算法主要针对自训练方法如何选择高置信度的无

标记样本加入训练集这个问题，而对于如何在迭代过程中剔除被错误标记的样本并没有涉及到。本文算法在时

间复杂度以及在离散数据集上的分类精度还存在很大的提升空间，下一步的研究工作将主要针对此展开。

参考文献：

［１］ＲＯＳＥＮＢＥＲＧＣ，ＨＥＢＥＲＴ Ｍ，ＳＣＨＮＥＩＤＥＲＭＡＮＨ．Ｓｅｍｉ

ｓｕｐｅｒｖｉｓｅｄｓｅｌｆｔｒａｉｎｉｎｇｏｆｏｂｊｅｃｔｄｅｔｅｃｔｉｏｎ ｍｏｄｅｌｓ［Ｃ］／／

ＩＥＥＥＷｏｒｋｓｈｏｐｓｏｎＡｐｐｌｉｃａｔｉｏｎｏｆＣｏｍｐｕｔｅｒＶｉｓｉｏｎ．［Ｓ．

ｌ．］：ＩＥＥＥＣｏｍｐｕｔｅｒＳｏｃｉｅｔｙ，２００５：２９３６．

［２］刘建伟，刘媛，罗雄麟．半监督学习方法［Ｊ］．计算机学报，

２０１５，３８（８）：１５９２１６１７．

ＬＩＵＪＷ，ＬＩＵＹ，ＬＵＯＸＬ．Ｓｅｍｉｓｕｐｅｒｖｉｓｅｄｌｅａｒｎｉｎｇｍｅｔｈｏｄ

［Ｊ］．ＣｈｉｎｅｓｅＪｏｕｒｎａｌｏｆＣｏｍｐｕｔｅｒｓ，２０１５，３８（８）：１５９２１６１７．

［３］周志华．机器学习［Ｍ］．北京：清华大学出版社，２０１６：２９３

２９４．

ＺＨＯＵＺＨ．Ｍａｃｈｉｎｅｌｅａｒｎｉｎｇ［Ｍ］．Ｂｅｉｊｉｎｇ：ＴｓｉｎｇｈｕａＵｎｉ

ｖｅｒｓｉｔｙＰｒｅｓｓ，２０１６：２９３２９４．

［４］ＪＯＡＣＨＩＭＳＴ．Ｔｒａｎｓｄｕｃｔｉｖｅｉｎｆｅｒｅｎｃｅｆｏｒｔｅｘｔｃｌａｓｓｉｆｉｃａ

ｔｉｏｎｕｓｉｎｇｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅｓ［Ｃ］／／ＳｉｘｔｅｅｎｔｈＩｎｔｅｒｎａ

ｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎ ＭａｃｈｉｎｅＬｅａｒｎｉｎｇ．［Ｓ．ｌ．］：Ｍｏｒｇａｎ

ＫａｕｆｍａｎｎＰｕｂｌｉｓｈｅｒｓＩｎｃ，１９９９：２００２０９．

［５］汪西莉，蔺洪帅．最小代价路径标签传播算法［Ｊ］．计算机学

报，２０１６，３９（７）：１４０７１４１８．

ＷＡＮＧＸＬ，ＬＩＮＨＳ．Ｍｉｎｉｍｕｍｃｏｓｔｐａｔｈｌａｂｅｌｐｒｏｐａｇａ

ｔｉｏｎａｌｇｏｒｉｔｈｍ［Ｊ］．ＣｈｉｎｅｓｅＪｏｕｒｎａｌｏｆＣｏｍｐｕｔｅｒｓ，２０１６，３９

（７）：１４０７１４１８．

［６］李南．基于聚类假设的数据流分类算法［Ｊ］．模式识别与人

工智能，２０１７，３０（１）：１１０．

ＬＩＮ．Ｄａｔａｆｌｏｗｃｌａｓｓｉｆｉｃａｔｉｏｎａｌｇｏｒｉｔｈｍｂａｓｅｄｏｎｃｌｕｓｔｅｒｉｎｇ

ａｓｓｕｍｐｔｉｏｎ［Ｊ］．ＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎａｎｄＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ，

２０１７，３０（１）：１１０．

［７］ＧＡＮＨ，ＳＡＮＧＮ，ＣＨＥＮＸ，ｅｔａｌ．Ａｎｉｍｐｒｏｖｅｄｓｅｌｆｔｒａｉｎ

ｉｎｇｆｏｒｆａｃｅｒｅｃｏｇｎｉｔｉｏｎ［Ｃ］／／ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎ

Ｉｍａｇｅ＆Ｇｒａｐｈｉｃｓ．［Ｓ．ｌ．］：ＩＥＥＥ，２０１３：４８９４９２．

［８］ＧＡＮＨ，ＳＡＮＧＮ，ＨＵＡＮＧＲ，ｅｔａｌ．Ｕｓｉｎｇｃｌｕｓｔｅｒｉｎｇａｎａｌ

ｙｓｉｓｔｏｉｍｐｒｏｖｅｓｅｍｉｓｕｐｅｒｖｉｓｅｄｃｌａｓｓｉｆｉｃａｔｉｏｎ［Ｊ］．Ｎｅｕｒｏ

ｃｏｍｐｕｔｉｎｇ，２０１３，１０１（３）：２９０２９８．

［９］ＺＥＮＧＨＪ，ＷＡＮＧＸＨ，ＣＨＥＮＺ，ｅｔａｌ．ＣＢＣ：Ｃｌｕｓｔｅｒｉｎｇ

ｂａｓｅｄｔｅｘｔｃｌａｓｓｉｆｉｃａｔｉｏｎｒｅｑｕｉｒｉｎｇ ｍｉｎｉｍａｌｌａｂｅｌｅｄｄａｔａ

［Ｃ］／／ＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＤａｔａＭｉｎｉｎｇ．［Ｓ．

ｌ．］：ＩＥＥＥ，２００３：４４３４５０．

［１０］艾震鹏，王振友．基于数据密度的半监督自训练分类算法

［Ｊ］．计算机应用研究，２０１９，２１（５）：１５．

ＡＩＺＰ，ＷＡＮＧＺＹ．Ｓｅｍｉｓｕｐｅｒｖｉｓｅｄｓｅｌｆｔｒａｉｎｉｎｇｃｌａｓｓｉｆｉ

ｃａｔｉｏｎａｌｇｏｒｉｔｈｍｂａｓｅｄｏｎｄａｔａｄｅｎｓｉｔｙ［Ｊ］．ＡｐｐｌｉｃａｔｉｏｎＲｅｓｅａｒｃｈ

ｏｆＣｏｍｐｕｔｅｒｓ，２０１９，２１（５）：１５．

［１１］ＷＵＤ，ＳＨＡＮＧＭＳ，ＬＵＯＸ，ｅｔａｌ．Ｓｅｌｆｔｒａｉｎｉｎｇｓｅｍｉｓｕ

ｐｅｒｖｉｓｅｄｃｌａｓｓｉｆｉｃａｔｉｏｎｂａｓｅｄｏｎｄｅｎｓｉｔｙｐｅａｋｓｏｆｄａｔａ［Ｊ］．

Ｎｅｕｒｏｃｏｍｐｕｔｉｎｇ，２０１８，２７５（１）：１８０１９１．

［１２］ＲＯＤＲＩＧＵＥＺＡ，ＡＬＥＳＳＡＮＤＲＯＬ．Ｃｌｕｓｔｅｒｉｎｇｂｙｆａｓｔｓｅａｒｃｈ

ａｎｄｆｉｎｄｏｆｄｅｎｓｉｔｙｐｅａｋｓ［Ｊ］．Ｓｃｉｅｎｃｅ，２０１４，３４４（６１９１）：１４９２

１４９６．

［１３］吕佳，黎隽男．结合半监督聚类和数据剪辑的自训练方法

［Ｊ］．计算机应用，２０１８，３８（１）：１１０１１５．

ＬＪ，ＬＩＪＮ．Ｓｅｌｆｔｒａｉｎｉｎｇｍｅｔｈｏｄｃｏｍｂｉｎｉｎｇｓｅｍｉｓｕｐｅｒ

ｖｉｓｅｄｃｌｕｓｔｅｒｉｎｇａｎｄｄａｔａｅｄｉｔｉｎｇ［Ｊ］．ＡｐｐｌｉｃａｔｉｏｎＲｅｓｅａｒｃｈ

ｏｆＣｏｍｐｕｔｅｒｓ，２０１８，３８（１）：１１０１１５．

［１４］刘伟涛，许信顺．一种使用未标记样本聚类信息的自训练

方法［Ｊ］．计算机应用研究，２０１０，２７（９）：３３４１３３４４．

ＬＩＵ Ｗ Ｔ，ＸＵＸＳ．Ａｓｅｌｆｔｒａｉｎｉｎｇｍｅｔｈｏｄｕｓｉｎｇｃｌｕｓｔｅ

ｒｉｎｇｉｎｆｏｒｍａｔｉｏｎｏｆｕｎｌａｂｅｌｅｄｓａｍｐｌｅｓ［Ｊ］．ＡｐｐｌｉｃａｔｉｏｎＲｅ

ｓｅａｒｃｈｏｆＣｏｍｐｕｔｅｒｓ，２０１０，２７（９）：３３４１３３４４．

［１５］赵芳，马玉磊．自训练半监督加权球结构支持向量机多分

类方法［Ｊ］．重庆邮电大学学报（自然科学版），２０１４，２６

（３）：４０４４０８．

ＺＨＡＯＦ，ＭＡＹＬ．ＭｕｌｔｉＣｌａｓｓｃｌａｓｓｉｆｉｃａｔｉｏｎｂａｓｅｄｏｎｓｅｉｆ

ｔｒａｉｎｉｎｇｓｅｍｉｓｕｐｅｒｖｉｓｅｄｗｅｉｇｈｔｅｄｓｐｈｅｒｅｓｔｒｕｃｔｕｉｅｄｓｕｐ

ｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ［Ｊ］．ＪｏｕｒｎａｌｏｆＣｈｏｎｇｑｉｎｇＵｎｉｖｅｒｓｉｔｙ

ｏｆＰｏｓｔｓａｎｄＴｅｌｅｃｏｍｍｕｎｉｃａｔｉｏｎｓ（ＮａｔｕｒａｌＳｃｉｅｎｃｅＥｄｉ

９９第２期　　　　　　　　　　　　　罗云松，等：结合密度峰值优化模糊聚类的自训练方法



ｔｉｏｎ），２０１４，２６（３）：４０４４０８．

［１６］谢娟英，高红超，谢维信．Ｋ近邻优化的密度峰值快速搜

索聚类算法［Ｊ］．中国科学：信息科学，２０１６，４６（２）：２５８

２８０．

ＸＩＥＪＹ，ＧＡＯＨＣ，ＸＩＥＷＸ．Ｋｎｅａｒｅｓｔｎｅｉｇｈｂｏｒｏｐｔｉｍｉ

ｚａｔｉｏｎｄｅｎｓｉｔｙｐｅａｋｆａｓｔｓｅａｒｃｈｃｌｕｓｔｅｒｉｎｇａｌｇｏｒｉｔｈｍ［Ｊ］．

ＳｃｉｅｎｔｉａＳｉｎｉｃａＩｎｆｏｒｍａｔｉｏｎ：ＩｎｆｏｒｍａｔｉｏｎｓＳｃｉｅｎｃｅ，２０１６，４６

（２）：２５８２８０．

［１７］刘沧生，许青林．基于密度峰值优化的模糊Ｃ均值聚类算

法［Ｊ］．计算机工程与应用，２０１８，２１（５）：１６．

ＬＩＵＣＳ，ＸＵＱＬ．ＦｕｚｚｙＣｍｅａｎｓｃｌｕｓｔｅｒｉｎｇａｌｇｏｒｉｔｈｍｂａｓｅｄ

ｏｎｄｅｎｓｉｔｙｐｅａｋｖａｌｕｅ［Ｊ］．ＣｏｍｐｕｔｅｒＥｎｇｉｎｅｅｒｉｎｇａｎｄＡｐｐｌｉ

ｃａｔｉｏｎｓ，２０１８，２１（５）：１６．

犛犲犾犳犜狉犪犻狀犻狀犵犃犾犵狅狉犻狋犺犿犆狅犿犫犻狀犲犱狑犻狋犺犇犲狀狊犻狋狔犘犲犪犽犗狆狋犻犿犻狕犪狋犻狅狀犉狌狕狕狔犆犾狌狊狋犲狉犻狀犵

ＬＵＯＹｕｎｓｏｎｇ
１，ＬＪｉａ１

，２

（１．ＣｏｌｌｅｇｅｏｆＣｏｍｐｕｔｅｒＳｃｉｅｎｃｅａｎｄＩｎｆｏｒｍａｔｉｏｎＳｃｉｅｎｃｅｓ，ＣｈｏｎｇｑｉｎｇＮｏｒｍａｌＵｎｉｖｅｒｓｉｔｙ，Ｃｈｏｎｇｑｉｎｇ４０１３３１；

２．ＴｈｅＥｎｇｉｎｅｅｒｉｎｇ＆ＴｅｃｈｎｏｌｏｇｙＲｅｓｅａｒｃｈＣｅｎｔｅｒｏｆＤｉｇｉｔａｌＡｇｒｉｃｕｌｔｕｒｅＳｅｒｖｉｃｅ，Ｃｈｏｎｇｑｉｎｇ４０１３３１，Ｃｈｉｎａ）

犃犫狊狋狉犪犮狋：［犘狌狉狆狅狊犲狊］Ｉｎｏｒｄｅｒｔｏｅｘｐｌｏｒｅｔｈｅｄｉｓｔｒｉｂｕｔｉｏｎｏｆｄａｔａｓｅｔｓｂｅｆｏｒｅｉｔｅｒａｔｉｖｅｓｅｌｆｔｒａｉｎｉｎｇ，ｔｈｅｕｎｌａｂｅｌｅｄｓａｍｐｌｅｓｗｉｔｈｌａｒｇｅａ

ｍｏｕｎｔｏｆｉｎｆｏｒｍａｔｉｏｎａｎｄｈｉｇｈｃｏｎｆｉｄｅｎｃｅｓｈｏｕｌｄｂｅｔａｋｅｎｉｎｔｏｔｈｅｔｒａｉｎｉｎｇｓｅｔ，ａｎｄｔｈｅｉｎｉｔｉａｌｃｌａｓｓｉｆｉｅｒｓａｒｅｇｉｖｅｎｈｉｇｈｅｒａｃｃｕｒａｃｙ

ａｎｄｔｈｅｇｅｎｅｒａｌｉｚａｔｉｏｎｏｆｓｅｌｆｔｒａｉｎｉｎｇｍｅｔｈｏｄｉｓｉｍｐｒｏｖｅｄ．［犕犲狋犺狅犱狊］Ｂａｓｉｎｇｏｎｔｈｅｃｌｕｓｔｅｒｉｎｇｈｙｐｏｔｈｅｓｉｓ，ｉｔｆｉｒｓｔｃｌｕｓｔｅｒｓｔｈｅｕｎｌａ

ｂｅｌｅｄｓａｍｐｌｅｓｅｔｗｉｔｈｔｈｅｄｅｎｓｉｔｙｐｅａｋｃｌｕｓｔｅｒｉｎｇ．Ａｆｔｅｒｔｈｅｃｌｕｓｔｅｒｉｎｇｃｅｎｔｅｒｓａｒｅｓｅｌｅｃｔｅｄｏｕｔａｒｔｉｆｉｃｉａｌｌｙ，ｔｈｅｎｅｗｃｌｕｓｔｅｒｃｅｎｔｅｒｓａｒｅ

ｕｓｅｄａｓｔｈｅｉｎｉｔｉａｌｃｌｕｓｔｅｒｃｅｎｔｅｒｓｆｏｒｆｕｚｚｙｃｌｕｓｔｅｒｉｎｇ．Ｈｅｎｃｅｔｈｅｕｓｅｆｕｌｕｎｌａｂｅｌｅｄｓａｍｐｌｅｓａｒｅｓｅｌｅｃｔｅｄｏｕｔ．［犉犻狀犱犻狀犵狊］Ｂｙｕｓｉｎｇｔｈｅ

ｄｅｎｓｉｔｙｐｅａｋｏｐｔｉｍｉｚａｔｉｏｎｆｕｚｚｙｃｌｕｓｔｅｒｉｎｇａｌｇｏｒｉｔｈｍ，ｔｈｅｓａｍｐｌｅｓｗｉｔｈｌａｒｇｅａｍｏｕｎｔｏｆｉｎｆｏｒｍａｔｉｏｎａｎｄｈｉｇｈｃｏｎｆｉｄｅｎｃｅａｒｅｓｅｌｅｃｔｅｄ

ｏｕｔａｎｄａｄｄｅｄｉｎｔｏｔｈｅｔｒａｉｎｉｎｇｓｅｔ，ｓｏｔｈａｔａｃｌａｓｓｉｆｉｅｒｗｉｔｈｓｔｒｏｎｇｅｒｇｅｎｅｒａｌｉｚａｔｉｏｎａｎｄｈｉｇｈｅｒｃｌａｓｓｉｆｉｃａｔｉｏｎａｃｃｕｒａｃｙｉｓｏｂｔａｉｎｅｄ．

［犆狅狀犮犾狌狊犻狅狀狊］Ｔｈｅｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓｓｈｏｗｔｈａｔｔｈｅｉｍｐｒｏｖｅｄｓｅｌｆｔｒａｉｎｉｎｇｍｅｔｈｏｄｃａｎｑｕｉｃｋｌｙｆｉｎｄｔｈｅｏｒｉｇｉｎａｌｓｐａｔｉａｌｓｔｒｕｃｔｕｒｅｏｆ

ｔｈｅｄａｔａｓｅｔｓ，ａｎｄｆｉｎｄｏｕｔｔｈｅｕｓｅｆｕｌｕｎｌａｂｅｌｅｄｓａｍｐｌｅｓｔｏｊｏｉｎｔｈｅｔｒａｉｎｉｎｇｓｅｔ．Ｃｏｍｐａｒｅｄｗｉｔｈｔｈｅｓｅｌｆｔｒａｉｎｉｎｇｍｅｔｈｏｄｃｏｍｂｉｎｅｄ

ｗｉｔｈｏｔｈｅｒｃｌｕｓｔｅｒｉｎｇａｌｇｏｒｉｔｈｍｓ，ｏｕｒａｌｇｏｒｉｔｈｍｃａｎｏｂｔａｉｎｂｅｔｔｅｒａｃｃｕｒａｃｙ．

犓犲狔狑狅狉犱狊：ｓｅｍｉｓｕｐｅｒｖｉｓｅｄ；ｓｅｌｆｔｒａｉｎｉｎｇ；ｄｅｎｓｉｔｙｐｅａｋｏｐｔｉｍｉｚａｔｉｏｎｆｕｚｚｙｃｌｕｓｔｅｒｉｎｇ；ｃｌｕｓｔｅｒｉｎｇｈｙｐｏｔｈｅｓｉｓ

（责任编辑　黄　颖）

００１ ＪｏｕｒｎａｌｏｆＣｈｏｎｇｑｉｎｇＮｏｒｍａｌＵｎｉｖｅｒｓｉｔｙ（ＮａｔｕｒａｌＳｃｉｅｎｃｅ）　ｈｔｔｐ：／／ｗｗｗ．ｃｑｎｕｊ．ｃｎ　　　　　Ｖｏｌ．３６Ｎｏ．２


