
 2025年7月 重庆师范大学学报(自然科学版) Jul.
 

2025
第42卷 第4期 Journal

 

of
 

Chongqing
 

Normal
 

University
 

(Natural
 

Science) Vol.42 No.4

 DOI:10.11721/cqnuj20250409

基于ANN技术的GaAs
 

pHEMT小信号S参数温度特性建模研究
*

杨姝玥1,
 

林 倩1,2

(1.
 

青海民族大学
 

智能科学与工程学院,
 

西宁
 

810007;
 

2.
 

广安理工学院
 

电子信息工程学院,
 

四川
 

广安
 

638000)

摘要:为了解决传统器件建模过程复杂、精度低的问题,采用多种人工神经网络技术对砷化镓赝配高电子迁移率晶体管

(gallium
 

arsenide
 

pseudomorphic
 

high
 

electron
 

mobility
 

transistor,
 

GaAs
 

pHEMT)在不同温度下的S参数开展建模研究。

建模时将采集所得的S参数随机分为训练集和测试集,分别采用双隐藏层共轭梯度反向传播神经网络(conjugate
 

gradient
 

backpropagation
 

neural
 

network,
 

CG-BPNN)和极限学习机(extreme
 

learning
 

machine,
 

ELM)建模,并给出2种模型的预

测拟合结果和绝对误差曲线。实验结果表明,CG-BPNN的拟合结果一般,部分数据存在较大的误差,而ELM 预测的大

部分数据都能达到理想的拟合结果。此外,CG-BPNN和ELM 的均方误差分别为0.013
 

508和0.002
 

254
 

9。上述实验

证明了ELM在不同温度下对GaAs
 

pHEMT的S参数具有更好的建模效果。因此,所提出的建模方法可以准确、稳定地

表征GaAs
 

pHEMT在不同温度下的S参数。
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1 研究背景

微波功率器件作为通信系统的关键组成部分,它的性能状况将直接影响整个系统的质量。同时,器件模型

在通信系统的设计中必不可少,它的精度是提高通信系统性能的关键因素。因此,对微波功率器件进行准确建

模至关重要[1]。目前,砷化镓赝配高电子迁移率晶体管(gallium
 

arsenide
 

pseudomorphic
 

high
 

electron
 

mobility
 

transistor,
 

GaAs
 

pHEMT)因具有良好的高频特性、低噪声特性和功率特性已经成为微波集成电路应用领域最

具发展前景的器件之一[2]。因此,与之相关的模型精度一直是微波工程师研究的热点,许多GaAs
 

pHEMT模型

也相继被提出[3-4]。1982年,Tsironis等人[5]首次利用等效电路方法提出了双栅金属半导体场效应晶体管微波

宽带模型。2020年,Luo等人[6]提出多栅GaAs
 

pHEMT开关模式下的精确小信号模型,测量和模拟结果在很

宽的频率范围内取得了良好的一致性。2022年,Lü等人[7]提出一种包含8个元件的紧凑型GaAs
 

pHEMTs栅

极宽度可扩展模型,仿真结果与GaAs
 

pHEMT在40
 

GHz范围内的实测结果吻合较好。然而,上述方法对器件

建模所用的特定等效电路拓扑具有很强的依赖性,虽然可以准确模拟GaAs
 

pHEMT的小信号,但建模过程较为

复杂,且计算速度明显变慢。因此,计算机辅助设计技术(technology
 

computer-aided
 

design,
 

TCAD)仿真工具

应运而生[8-9]。该技术可以用来建立晶体管的几何模型,然后通过电磁仿真来分析模型的S参数、增益等微波特

性。但是随着半导体技术的发展,晶体管的几何模型变得越来越复杂,这也增加了TCAD的仿真时间和计算成

本。
为了解决上述问题,机器学习(machine

 

learning,
 

ML)逐渐应用于模拟 TCAD[10-11]。人工神经网络

(artificial
 

neural
 

network,
 

ANN)作为 ML中的一种技术,因具有较强的非线性映射能力而被广泛应用于射频

微波建模领域[12-13]。2010年,Dobes等人[14]将解析模型与ANN相结合,提高了GaA
 

pHEMT输出特性中漏极

电压电流和栅极电压电流的建模精度。2014年,Salnikov[15]采用ANN技术建立GaAs
 

pHEMT不同直流工作

下S参数的频率依赖性行为模型,精度和计算速度都比较理想。2016年,Long等人[16]采用多路径ANN技术对
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GaAs
 

pHEMT的大信号建模,该模型可以精确描述色散效应。2022年,Qi等人[17]利用RBF神经网络准确建立

了考虑温度因子的 GaAs
 

pHEMT的S参数模型。2023年,Lin等人[18]利用弹性BPNN准确表征了 GaAs
 

pHEMT
 

MMIC
 

PA的温度行为。由此可见,GaAs
 

pHEMT模型主要集中于对大信号特征的研究,不同温度下

的小信号特性还有待进一步研究。因此,本文结合CG-BPNN和ELM 技术建立高效、高精度的不同温度下

GaAs
 

pHEMT小信号S参数模型是可行的,这对射频电路在特殊环境下工作具有重要意义。

2 建模对象和方法介绍

2.1 建模对象

2.1.1 S参数

S参数作为描述射频与微波网络特性的重要参数之一,在评估器件或微波电路的散射特性和预测信号传输

方面发挥着重要作用,可以用来表征微波器件的小信号特性。此外,S参数模型可以作为一个元件的行为模型,
能够有效地应用于电路设计中[19]。

图1 双端口网络的S参数模型

Fig.1 S-parameters
 

model
 

of
 

two-port
 

network

如图1所示,端口1的入射波、反射波分别是

a1、b1,端口2的入射波、反射波分别是a2、b2。若

利用端口1和端口2的入射波来分别表示它们的

反射波,可以得到:

b1
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􀪁􀪁 , (1)

其中:参数S11 和S22 代表反射系数,S21 和S22 代

表传输系数,它们统称为双端口网络的S参数,表
达式如下:

S11=
b1
a1 a2=0

,
 

(2)

S22=
b2
a2 a1=0

,
 

(3)

S12=
b1
a2 a1=0

, (4)

S21=
b2
a1

a2=0
。 (5)

根据式(1),S参数可以表示为式(2)~(5)。其中,S11 是端口2匹配时端口1的反射系数,S22 是端口1匹

配时端口2的反射系数,S12 代表双端口网络的反向增益,S21 代表双端口网络的前向增益。

2.1.2 S参数与温度的关系

迁移率是描述载流子在电场作用下运动能力的一个参数,可以近似表示为:

μ=μ0·exp-
T
T0
, (6)

其中:μ0 是参考温度T0 下的迁移率。根据式(6)可知,温度升高会导致迁移率降低。原因在于声子能量会随温

度升高而增加,导致载流子与声子之间的散射作用增强,迁移率降低。此外,与S11 和S22 相关的反射系数Γ 可

表示为:

Γ=
ZL-Z0

ZL+Z0
,

 

(7)

其中:ZL 是负载阻抗,Z0 是特征阻抗。与S12 和S21 相关的传输系数τ可表示为:

τ=
2Z0

ZL+Z0
。

 

(8)

结合式(6)~(8)可知,随着温度升高,迁移率降低,ZL 增加,导致反射系数增大,而传输系数减小。这意味

着晶体管的反射损耗增加,传输损耗增加。显然,温度对GaAs
 

pHEMT的S参数有影响。
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2.2 建模方法

2.2.1 CG-BPNN

图2 CG-BPNN的基本结构

Fig.2 Basic
 

structure
 

of
 

CG-BPNN

BPNN技术于20世纪80年代提出[20],是目前理

论最完善的神经网络技术。该技术最大特征是采用

反向传播算法来计算误差,从而使每一层的神经元状

态直接影响后一层的神经元状态。它应用较为广泛,
能够解决风险预警[21]、故障检测[22]、图像分类[23]和语

音识别[24]等非线性问题。后来使用共轭梯度算法训

练BPNN 可 以 得 到 共 轭 梯 度 反 向 传 播 神 经 网 络

(conjugate
 

gradient
 

backpropagation
 

neural
 

network,
 

CG-BPNN)模型,基本结构如图2所示。
CG-BPNN由输入层、隐藏层和输出层构成,并且

各层神经元之间为全连接。输入层和输出层的神经

元个数由输入数据X=[X1,X2,…,Xn]和输出数据

Y=[Y1,Y2,…,Ym]决定。隐藏层可以为1层或多层

结构,具体层数根据解决问题的复杂程度进行设置。
另外,考虑到单隐藏层CG-BPNN模型在S参数数量较多的情况下误差较大,因此本文选择了精确度更高的双

隐藏层CG-BPNN模型,训练过程包括正向传递过程和反向传递过程。其中,正向传递过程是为了得到输出层

的预测值,可得到输入层到第1层隐藏层的输出值:

Hj =F ∑
n

i=1
ωijxi+aj  ,

其中:Hj 为第1层隐藏层第j个节点的输出,j=1,2,…,l;F 为激励函数;ωij 为输入层和第1层隐藏层神经元

间的连接权值;xi 为输入变量;aj 为第1层隐藏层第j个节点数的阈值;n 为输入层节点数。
再计算第1层隐藏层到第2层隐藏层的输出值:

Pk =F ∑
l

j=1
ωjkHj +bk  ,

其中:Pk 为第2层隐藏层第k个节点数的输出,k=1,2,…,q;ωjk 为第1层隐藏层与第2层隐藏层神经元间的

连接权值;bk 为第2层隐藏层第k个节点数的阈值。
若存在更多的隐藏层,可以使用相同的方法计算输出值。最后,得到输出层结果:

Oh =∑
q

k=1
Pkωkh -ch,

其中:Oh 为输出层结果;h 为输出层节点数,h=1,2,…,m;ωkh 为第2层隐藏层和输出层神经元间的权值;ch 为

输出层阈值。
正向传递过程结束后,开始进行反向传递过程,目的为反复修正权值和阈值,使得误差函数值达到最小。该

过程的第1步是将正向传递过程的预测输出与期望输出进行误差计算:
eh=Yh-Oh,

其中:Yh 为期望输出,h=1,2,…,m。根据eh 计算的结果进行权值和阈值的更新。

CG-BPNN模型使用共轭梯度法作为优化算法来更新权值,此算法是一种迭代算法[25],可以利用梯度和历

史信息来计算更新参数的方向。基于这一特点,CG-BPNN模型能够有效避免陷入局部最优解,并在相对较少的

迭代次数下达到全局最优解。但它需要计算每个参数的 Hessian矩阵与梯度向量乘积,这可能导致在大型网络

和数据集上产生较高的计算成本。最后,权值更新如下:

ωjk =ωjk +ηPk(1-Pk)Hj∑
m

h=1
ωkheh,

ωij =ωij +ηHj(1-Hj)x(i)∑
q

k=1
ωjkeh,

ωn+1=ωkh +αnPkeh =ωkh +αndn, (9)
其中:ωn 是第n 次循环的权重,αn 为第n 次循环的学习率。将式(9)最小化以确定学习速度:
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an=

d0=-g0,

dn=-gn+βn-1dn-1,

βn=
(βn-βn-1)Tβn

βT
n-1βn-1

。

􀮠

􀮢

􀮡

􀪁
􀪁􀪁
􀪁
􀪁􀪁

 

gn=
∂f(w)
∂w

。

其中:gn 为当前的梯度,βn 为共轭因子。
权值更新完成后,阈值更新如下:

aj =aj +αnHj(1-Hj)∑
q

k=1
ωjkeh,bk =bk +αnPk(1-Pk)∑

m

h=1
ωkheh,ch =ch +eh。

CG-BPNN模型不断重复着这2个过程,直至收敛。
2.2.2 ELM

图3 ELM的基本结构

Fig.3 Basic
 

structure
 

of
 

ELM

极限学习机(extreme
 

learning
 

machine,
 

ELM)神经网络

由 Ma等人[26]于2006年首次提出,广泛应用于模式识别[27]、
回归分析[28]、分类[29]等领域。ELM 属于单隐层前馈神经网

络,基本结构如图3所示,主要包括输入层、隐藏层和输出层,
结构相对比较简单。在训练模型时,一旦计算出隐藏层的输

出矩阵,输入层到隐藏层的权值和隐藏层神经元的阈值就会

保持不变。因此,只要设置输入和输出的节点数,ELM 就能

够快速地进行求解[30]。
ELM训练有以下3个步骤。
首先,设置隐藏层神经元的数量,随机生成该神经元的权

值w 和阈值b。
其次,根据实际应用选择合适的激活函数f,计算隐藏层输出矩阵:

H =f ∑
n

i=1
ωxi+bj  ,

式中:xi 为输入数据;j为隐藏层神经元个数,j=1,2,…,l;n 为输入层神经元个数;bj 为隐藏层第j 个神经元

的阈值。
最后,输出权值矩阵:

β=min
β

Hβ-L ,

式中:L 为ELM的期望输出。总之,ELM的学习过程可以在没有人为干预的情况下通过一次迭代完成,并且在

很大程度上避免了复杂的局部最优解问题。
2.2.3 总体建模方法

如前所述,本文以不同温度下 GaAs
 

pHEMT的S参数作为建模对象,分别采用双隐藏层CG-BPNN和

ELM进行建模,流程如图4所示,主要分为数据准备、模型构建、训练模型、测试模型和生成预测模型5个步骤。
第1步为数据准备。从国际微波研讨会官网学生竞赛栏目(https://2017.ims-ieee.org/)下载晶体管建模

数据,经过数据预处理后以[频率f,温度T,基极电流Ib,发射极与集电极间电压Vce]作为输入变量,并设置f
的范围为0~50

 

GHz,步长为1
 

GHz;T 分别取20、40和60
 

℃;Ib 分别取0.13和0.26
 

mA;Vce 分别取1和2
 

V。
由S参数的实部和虚部作为输出变量,即[ReS11,ImS11,ReS21,ImS21,ReS12,ImS12,ReS22,ImS22]。最后,共
提取600组S参数,导入建模软件后随机打乱,再选取500组作为训练集,剩余100组作为测试集。

第2步为模型构建。确定好输入输出后,使用对应的函数分别创建CG-BPNN结构和ELM结构,并设置神

经网络输入层、隐藏层和输出层的神经元个数以及初始权值。
第3步为训练模型。设置好最大迭代次数、最佳学习率和最佳误差容限等训练参数后,模型开始训练,若训

练参数达到预设要求或者迭代次数达到最大次数,则训练结束。
第4步为测试模型。使用测试集对上一步训练好的模型模拟结果进行检验,若误差大于0.01,则重新调整

神经元个数和权值,直至误差满足要求。这里选择均方误差作为判定模型精度的指标,值的大小可以反映预测
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图4 GaAs
 

pHEMT
 

S参数的建模流程

Fig.4 Modeling
 

process
 

for
 

GaAs
 

pHEMT
 

S-parameters

数据与真实值的偏差。均方误差的计算公式为:

M =
1
s∑

s

i=1

(Pi-Ti)2。 (10)

其中:M 为均方误差,s为预测样本的数量,Pi 为第

i个预测值,Ti 为对应的第i个期望值。此外,为了

更清楚地展示误差情况,还计算了绝对误差,计算公

式为:
EA= Pi-Ti ,

其中:EA 为绝对误差,并以曲线图的形式展示。
第5步为生成预测模型,当误差满足精度要求

时,则生成S参数预测模型,此时建模结束。
值得注意的是,ANN模型泛化数据的能力主要

受超参数的支配[31]。如果参数选择不当,即使是先

进的ANN模型也可能表现出较差的性能[32]。因

此,为了使CG-BPNN和ELM 模型准确表征S参

数,必须对ANN模型的超参数进行调整。
第1组超参数与 ANN模型结构的构建有关。

由于所有 ANN模型都有输入层和输出层,因此复

杂性主要取决于隐藏层的数量和每层神经元的数

量,这是构建深度学习模型的2个主要超参数。这

2个超参数是根据数据集或问题的复杂性来设置和

调整的。其中,CG-BPNN模型的隐藏层层数已根

据数据集选为2层,而每层神经元个数的选择采用

目前普遍的经验公式:

S= n+m+δ,
其中:S 为隐藏层神经元个数,n 和m 分别为输入层

及输出层的神经元个数,δ 为1~10之间的常数。
为了确定最佳的隐藏层神经元个数,根据经验公式

不断试验,并且以均方误差的10次预测平均值作为

衡量隐藏层神经元个数优劣的标准,得到试验结果如表1所示。从表中可知2个模型的预测误差均随着隐藏层

神经元个数的增加而呈高低起伏变化。其中,CG-BPNN模型隐藏层神经元个数组合为10和15时,均方误差最

小。而ELM模型隐藏层神经元个数为15时,均方误差最小。因此,确定了2个模型的最佳隐藏层神经元个数。
第2个重要的超参数是用于建模非线性函数的激活函数,其中sigmoid函数和tanh函数在人工神经网络模

型中应用最为广泛。本文将这2种激活函数的建模效果进行了比较,根据结果,最终选择sigmoid函数。
第3个重要的超参数是学习率,它决定了每次迭代的步长,使得目标函数收敛。较小的学习率收敛平滑,但

会增加模型的训练周期。较大的学习率可以加快学习过程,但梯度可能会在局部最小值附近振荡,甚至不能收

敛。因此,只有适当的学习率可以使目标函数在合理的时间内收敛到全局最小值。本文通过试凑法不断取值,
最终将CG-BPNN模型和ELM模型的学习率分别设置为0.2和0.4。

3 建模结果及分析

3.1 CG-BPNN预测模型

基于双隐藏层CG-BPNN的S参数预测模型如图5所示,可以看出该模型的结构为4-11-15-8。接着,选取

3种不同温度下的预测结果进行展示与分析。
当T=20

 

℃,f=2
 

GHz,Ib=0.13
 

mA,Vce=2
 

V时,CG-BPNN模型的拟合结果如图6所示。可以看出,

S11、S12 和S22 的实部与虚部拟合情况比较理想,误差较小。然而,S21 的实部与虚部拟合情况不佳,期望输出与

预测输出的偏离程度较大。
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表1 隐藏层神经元个数与 MSE的关系

Tab.1 The
 

relationship
 

between
 

the
 

number
 

of
 

hidden
 

layer
 

neurons
 

and
 

MSE

建模方法 隐藏层神经元个数 均方误差 建模方法 隐藏层神经元个数 均方误差

CG-BPNN

 68 0.026
 

540

614 0.017
 

518

79 0.025
 

171

714 0.020
 

837

813 0.018
 

045

814 0.020
 

824

912 0.022
 

583

915 0.016
 

086

1
 

014 0.018
 

470

1
 

015 0.016
 

010

1
 

111 0.013
 

524

1
 

115 0.013
 

058

129 0.029
 

656

1
 

214 0.021
 

439

1
 

314 0.020
 

021

1
 

315 0.028
 

621

ELM

4 0.005
 

415
 

5

5 0.004
 

267
 

8

6 0.005
 

206
 

8

7 0.008
 

164
 

4

8 0.006
 

410
 

4

9 0.006
 

067
 

2

10 0.004
 

620
 

6

11 0.007
 

508
 

1

12 0.007
 

573
 

1

13 0.006
 

530
 

6

14 0.004
 

407
 

2

15 0.002
 

254
 

9

16 0.005
 

766
 

6

17 0.004
 

979
 

5

18 0.002
 

619
 

1

19 0.003
 

497
 

1

  注:加粗的数据表示最佳的隐藏层神经元个数和对应的均方误差。

图5 基于CG-BPNN技术的S参数预测模型

Fig.5 S-parameters
 

prediction
 

model
 

based
 

on
 

CG-BPNN
 

technology

图6 当T=20
 

℃,
 

f=2
 

GHz,
 

Ib=0.13
 

mA,
 

Vce=2
 

V时,

CG-BPNN模型的拟合结果

Fig.6 The
 

fitting
 

results
 

of
 

CG-BPNN
 

model
 

at
 

T=20
 

℃,
 

f=2
 

GHz,
 

Ib=0.13
 

mA,
 

Vce=2
 

V

当T=40
 

℃,f=7
 

GHz,Ib=0.26
 

mA,Vce=1
 

V时,CG-BPNN模型的拟合结果如图7所示。在该组偏置

条件下,除了S21 的虚部没有完全拟合,其余S参数的拟合结果良好。但S21 虚部的拟合误差比温度为20
 

℃时

的误差小,因此CG-BPNN模型预测40
 

℃的S参数会更加准确。
当T=60

 

℃,f=6
 

GHz,Ib=0.26
 

mA,Vce=2
 

V时CG-BPNN模型的拟合结果如图8所示。不难看出,
S11、S12 和S22 的实部与虚部以及S21 的虚部拟合准确度较高,几乎完全拟合。而S21 实部的拟合情况较差,但
是误差在合理的范围内。由此可知,CG-BPNN对不同温度下的S参数进行建模,模型准确率具有不稳定性,误
差较大的情况主要出现在S21 中。
CG-BPNN模型预测S11 的绝对误差曲线如图9所示。其中,S11 实部的误差区间为[-0.01,0.01],S11 虚

部的误差区间为[-0.07,0.01]。不难看出虚部的误差区间比实部大,并且S11 实部预测误差较大的原因在于第

1个测试样本的拟合情况不佳。
CG-BPNN模型预测S21 的绝对误差曲线如图10所示。可以看出,S21 实部的误差区间为[-1.5,0.5],S21

虚部的误差区间为[-0.5,1.75]。很明显,二者的误差相差很小,且曲线趋势基本相同,均是前部分样本的误差
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波动较大,后部分样本的误差波动较小。

图7 当T=40
 

℃,
 

f=7
 

GHz,
 

Ib=0.26
 

mA,
 

Vce=1
 

V时,CG-BPNN模型的拟合结果

Fig.7 The
 

fitting
 

results
 

of
 

CG-BPNN
 

model
 

at
 

T=40
 

℃,
 

f=7
 

GHz,
 

Ib=0.26
 

mA,
 

Vce=1
 

V

图8 当T=60
 

℃,
 

f=6
 

GHz,
 

Ib=0.26
 

mA,
 

Vce=2
 

V时,CG-BPNN模型的拟合结果

Fig.8 The
 

fitting
 

results
 

of
 

CG-BPNN
 

model
 

at
 

T=60
 

℃,
 

f=6
 

GHz,
 

Ib=0.26
 

mA,
 

Vce=2
 

图9 CG-BPNN模型预测S11 的绝对误差曲线

Fig.9 The
 

absolute
 

error
 

curve
 

of
 

the
 

CG-BPNN
 

model
 

for
 

predicting
 

S11

图10 CG-BPNN模型预测S21 的绝对误差曲线

Fig.10 The
 

absolute
 

error
 

curve
 

of
 

the
 

CG-BPNN
 

model
 

for
 

predicting
 

S21

  CG-BPNN模型预测S12 的绝对误差曲线如图11所示,S12 实部的误差区间为[-0.007
 

5,0.012
 

5],S12 虚

部的误差区间为[-0.005,0.01]。与S21 相似,实部与虚部的曲线趋势基本相同,但S12 是前部分样本的误差波

动较小,后部分样本的误差波动较大。

CG-BPNN模型预测S22 的绝对误差曲线如图12所示,S22 实部的误差区间为[-0.03,0.025],S22 虚部的

误差区间为[-0.04,0.02]。可以看出S22 虚部的误差波动略大于S22 实部。最后,根据式(10)计算出CG-
BPNN模型预测S参数时的均方误差为0.013

 

058。实验结果表明,CG-BPNN对GaAs
 

pHEMT的S参数建模

时,大部分数据的预测效果良好,但存在少部分数据拟合误差较大的情况,从而导致整体的模型精度不高。

图11 CG-BPNN模型预测S12 的绝对误差曲线

Fig.11 The
 

absolute
 

error
 

curve
 

of
 

the
 

CG-BPNN
 

model
 

for
 

predicting
 

S12

图12 CG-BPNN模型预测S22 的绝对误差曲线

Fig.12 The
 

absolute
 

error
 

curve
 

of
 

the
 

CG-BPNN
 

model
 

for
 

predicting
 

S22
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3.2 ELM 预测模型

基于ELM的S参数预测模型如图13所示,该模型的输入输出与双隐藏层CG-BPNN预测模型相同,结构

为4-15-8。为了比较本文2种模型的建模精度,选取与CG-BPNN预测模型相同的3种温度条件下的预测结果

进行展示与分析。
当T=20

 

℃,f=2
 

GHz,Ib=0.13
 

mA,Vce=2
 

V时,ELM模型的拟合结果如图14所示。从中可以看出,
在此条件下ELM模型的拟合结果非常理想,每个S参数的期望输出和预测输出都可以准确拟合。

当T=40
 

℃,f=7
 

GHz,Ib=0.26
 

mA,Vce=1
 

V时,ELM模型的拟合结果如图15所示。结果表明,S21 的

实部存在轻微误差,但整体上ELM模型的拟合效果比较理想,各S参数项均能准确拟合。
当T=60

 

℃,f=6
 

GHz,Ib=0.26
 

mA,Vce=2
 

V时,ELM模型的拟合结果如图16所示。从图中可知,S21
的实部和虚部存在一定的误差,但是该误差均控制在很小的范围内。

总体而言,ELM模型在选取的条件下可以较准确地预测S参数。

图13 基于ELM的S参数预测模型

Fig.13 S-parameters
 

prediction
 

model
 

based
 

on
 

ELM
 

technology

图14 当T=20
 

℃,
 

f=2
 

GHz,
 

Ib=0.13
 

mA,
 

Vce=2
 

V时,ELM模型的拟合结果

Fig.14 The
 

fitting
 

results
 

of
 

ELM
 

model
 

at
 

T=20
 

℃,
 

f=2
 

GHz,
 

Ib=0.13
 

mA,
 

Vce=2
 

V

图15 当T=40
 

℃,
 

f=7
 

GHz,
 

Ib=0.26
 

mA,
 

Vce=1
 

V时,

ELM模型的拟合结果

Fig.15 The
 

fitting
 

results
 

of
 

ELM
 

model
 

at
 

T=40
 

℃,
 

f=7
 

GHz,
 

Ib=0.26
 

mA,
 

Vce=1
 

V

图16 当T=60
 

℃,
 

f=6
 

GHz,
 

Ib=0.26
 

mA,
 

Vce=2
 

V时,

ELM模型的拟合结果

Fig.16 The
 

fitting
 

results
 

of
 

ELM
 

model
 

at
 

T=60
 

℃,
 

f=6
 

GHz,
 

Ib=0.26
 

mA,
 

Vce=2
 

V

在测试样本中,ELM 模型预测S11 的绝对误差曲线如图17所示。其中,S11 实部的误差区间为[-0.02,

0.025],虚部的误差区间为[-0.015,0.025]。此外,大部分测试样本的误差均在0.01以下,实部的误差波动大

于虚部,但是相较于CG-BPNN模型,基于ELM预测模型的误差波动得到了较好的改善。

ELM模型预测S21 的绝对误差曲线如图18所示,实部的误差区间为[-0.5,0.4],虚部的误差区间为

[-0.2,0.1],并且虚部有97%的数据在[-0.1,0.1]范围内。由此可知,S21 虚部的误差比实部小,并且误差波

动比实部平缓。此外,与图10相比,S21 整体上的误差范围较小。
当ELM模型预测S12 时,绝对误差曲线如图19所示。可以看出,S12 实部的误差区间为[-0.007,0.007],

虚部的误差区间为[-0.009,0.008]。另外,S12 实部和虚部的误差曲线波动程度类似,即前部分测试样本的误

差在[-0.001,0.001]之间,而后部分测试样本存在误差波动较大的情况。
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ELM模型预测S22 的绝对误差曲线如图20所示,S22 实部的误差区间为[-0.025,0.025],S12 虚部的误差

区间为[-0.01,0.015]。不难看出,S22 虚部的误差波动要小于实部,并且虚部92%的测试样本误差小于0.01,
仅有个别样本的误差大于0.01。此外,计算得出ELM模型预测S参数的均方误差为0.002

 

254
 

9,比CG-BPNN
模型的精度提高了17.27倍。

图17 ELM模型预测S11 的绝对误差曲线

Fig.17 The
 

absolute
 

error
 

curve
 

of
 

the
 

ELM
 

model
 

for
 

predicting
 

S11

图18 ELM模型预测S21 的绝对误差曲线

Fig.18 The
 

absolute
 

error
 

curve
 

of
 

the
 

ELM
 

model
 

for
 

predicting
 

S21

图19 ELM模型预测S12 的绝对误差曲线

Fig.19 The
 

absolute
 

error
 

curve
 

of
 

the
 

ELM
 

model
 

for
 

predicting
 

S12

图20 ELM模型预测S22 的绝对误差曲线

Fig.20 The
 

absolute
 

error
 

curve
 

of
 

the
 

ELM
 

model
 

for
 

predicting
 

S22

3.3 2种模型的对比分析

为了进一步验证实验的可靠性,将这2种建模方法的性能与其他已发布的方法进行比较,如表2所示。从

中可以看出ELM的训练速度和精度均优于其他模型,具有较好的建模能力。根据训练原理,ELM 的高精度归

因于简化的训练方式,即不需要通过多次迭代来调整网络参数,直接采用最小二乘法或伪逆方法求解输出层的

权值。相比之下,CG-BPNN涉及到反向传播和共轭梯度算法,容易陷入局部最小值,从而影响模型的训练效果。
以上实验结果证明,ELM具有更好的建模效果,能够对不同温度下GaAs

 

pHEMT的S参数进行准确并且稳定

的预测。

表2 模型的性能对比

Tab.2 Performance
 

comparison
 

of
 

models

文献来源 研究对象 模型 训练时间/s 均方误差

文献[6] GaAs
 

pHEMT 等效电路 0.007
 

69

文献[10] COMS SVM 0.03 0.021
 

894

文献[11] NSFET LM-BPNN 5
 

400 0.005

本文工作 GaAs
 

pHEMT

本文工作 GaAs
 

pHEMT

CG-BPNN 0.2 0.013
 

058 

ELM 0.01 0.002
 

254
 

9
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4 结论

为了适应社会对高精度射频微波器件模型的日益迫切需求,本文采用双隐藏层CG-BPNN和ELM 对不同

温度下GaAs
 

pHEMT的S参数进行建模,并给出拟合结果和误差曲线。实验结果表明,ELM 的均方误差为

0.002
 

254
 

9,预测模型的拟合效果和误差均优于CG-BPNN。因此,二者相比,ELM 的建模效果更加理想,可以

准确地表征不同温度下GaAs
 

pHEMT的S参数。这为微波功率器件的小信号建模提供了一种有效方法,同时

也为今后进一步开展微波功率器件建模积累了经验。
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Temperature
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for
 

GaAs
 

pHEMT
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Signal
 

S-parameters
 

Based
 

on
 

ANN
 

Technology
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Qian1,2

(1.
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Intelligent
 

Science
 

and
 

Engineering,
 

Qinghai
 

Minzu
 

University,
 

Xining
 

810007;
  

2.
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Electronic
 

Information
 

Engineering,
 

Guang’an
 

University
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Science
 

and
 

Technology,
 

Guang’an
 

Sichuan
 

638000,
 

China)

Abstract:
 

In
 

order
 

to
 

address
 

the
 

challenges
 

of
 

complex
 

process
 

and
 

low
 

precision
 

in
 

traditional
 

device
 

modeling,
 

several
 

artificial
 

neural
 

network
 

technologies
 

are
 

used
 

to
 

investigate
 

the
 

scattering
 

parameters
 

(S-parameters)
 

of
 

gallium
 

arsenide
 

pseudomorphic
 

high
 

electron
 

mobility
 

transistor
 

(GaAs
 

PHEMT)
 

at
 

different
 

temperatures.
 

At
 

first,
 

the
  

S-parameters
 

are
 

randomly
 

divided
 

into
 

training
 

set
 

and
 

test
 

set,
 

which
 

are
 

modeled
 

by
 

double
 

hidden
 

layer
 

conjugate
 

gradient
 

backpropagation
 

neural
 

network
 

(CG-BPNN)
 

and
 

extreme
 

learning
 

machine
 

(ELM),
 

respectively.
 

Then,
 

the
 

fitting
 

results
 

and
 

error
 

curves
 

of
 

the
 

two
 

models
 

in
 

predicting
 

the
 

S-

parameters
 

are
 

given.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

CG-BPNN
 

has
 

the
 

general
 

fitting
 

result
 

with
 

large
 

errors
 

in
 

some
 

data,
 

whilemost
 

of
 

the
 

data
 

predicted
 

by
 

ELM
 

can
 

achieve
 

ideal
 

fitting
 

result.
 

In
 

addition,
 

the
 

mean
 

square
 

error
 

of
 

CG-BPNN
 

and
 

ELM
 

are
 

0.013
 

508
 

and
 

0.002
 

254
 

9,
 

respectively.
 

Through
 

the
 

above
 

experiments,
 

it
 

is
 

proved
 

that
 

ELM
 

has
 

better
 

modeling
 

effect
 

on
 

the
 

S-parameters
 

of
 

GaAs
 

pHEMT
 

at
 

different
 

temperatures.
 

Therefore,
 

the
 

proposed
 

modeling
 

method
 

can
 

accurately
 

and
 

stably
 

characterize
 

the
 

S-parameters
 

of
 

GaAs
 

pHEMT
 

at
 

different
 

temperatures.
Keywords:

 

CG-BPNN;
 

ELM;
 

S-parameters;
 

GaAs
 

pHEMT
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