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摘要:集装箱码头作为国际贸易的关键节点,它的作业效率直接影响船舶周转时长与物流成本。箱位分配与场桥调度是

集装箱码头作业中的2个关键环节,二者相互耦合、相互影响。因此,提出一种基于深度强化学习 Actor-Critic框架方法

研究箱位分配与场桥调度的协同优化问题,旨在实现箱位分配与场桥调度的协同决策。一方面,建立了考虑场桥作业均

衡、场桥非装卸时间、场桥作业时间、内集卡等待时间和翻箱量因素的混合整数规划模型;另一方面,通过构建集装箱堆场

状态空间、场桥动作空间及多目标奖励函数模型,提出了基于深度强化学习Actor-Critic框架的求解算法,通过不同规模

的算例对比分析,验证了所提算法与传统遗传算法在求解上具有优越性。与已有研究结果相比,在保持场桥作业均衡的

前提下,新算法得到的结果能有效降低场桥作业的完成时间和非装卸时间、缩短自动导引车的等待时长以及降低翻箱率。
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近些年来,随着“一带一路”倡议的提出和推广,中国国际贸易规模持续扩大。根据交通运输部的数据,2023
年全国货物吞吐量累计达1

 

697
 

326万t,同比增速为8.2%;集装箱吞吐量累计达31
 

034万标准箱,增长率为

4.9%;2024年全国货物吞吐量累计达1
 

759
 

501万t,同比增速为3.7%,集装箱吞吐量累计达33
 

200万标准箱,
增长率为7.0%。面对日益增长的集装箱规模,如何提升集装箱码头的作业效率成为码头的重要任务。然而,随
着船舶大型化与货物吞吐量激增,提升集装箱码头运营效率面临着堆场空间紧张、设备调度复杂等挑战。因此,
优化集装箱码头的箱位分配和场桥调度具有重要研究意义。

在集装箱码头的箱位分配问题上,刘瑞麟[1]以场桥的行车成本和翻箱成本之和最低为目标,建立堆场箱位

分配模型,运用遗传算法(genetic
 

algorithm,GA)对模型进行求解,得到具体箱位调度分配方案。余明珠等人[2]

将船舶靠泊随机性和出口集装箱集港顺序综合考虑到整数规划模型中,设计了基于仿真优化思想的启发式算法

求得集装箱贝位分配量,并提出“长途箱压短途箱”的贝内具体落位策略。Yang等人[3]针对自动化集装箱码头

箱区空间不足的问题,建立了混合整数二次规划模型,并设计了改进粒子群算法优化箱位分配问题。郑云峰等

人[4]考虑码头到港船舶目的地、时间、箱重等因素,基于确定任务视角,将贝位选择和贝内排箱过程看作一个整

体,设计了一种在整个区域内搜索排箱位置的GA来对模型进行求解,得到具体箱位调度分配方案。
在集装箱码头的场桥调度问题上,He等人[5]考虑了集装箱船舶到港时间和任务量的不确定性,构建了混合

整数规划模型,并提出了一个基于GA的三阶段框架来求解该模型。Quintero-Araújo等人[6]基于GA研究了多

目标场桥调度问题,考虑了多个优化目标,如降低作业成本、缩短作业时间以及提高码头作业的流转效率。

Chang等人[7]研究了单箱区双场桥协同调度问题,构建了以任务延迟数最小化为目标的整数规划模型,设计了

基于滚动时域框架的启发式优化算法来求解。郑红星等人[8]考虑到作业过程中多个场桥间需保持安全距离且

不可互相跨越、实际作业中积累的经验性翻箱规则等约束,构建了以最小化场桥总行走时间为目标的线性规划

模型。
针对箱位分配与场桥调度的协同优化,学者已进行了不少研究[9-12],但仍存在一些问题亟待解决。范厚明等
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人[9]提出分区域平衡策略,以均衡各场桥作业任务量和减少场桥的非装卸时间为目标,建立了混合整数规划模

型解决箱位分配和场桥调度问题;但文中箱位分配只精确到贝,没有精确到具体箱位(贝、栈、层)。马晓斌[10]以

场桥完工时间最短构建了送箱集卡失约下多箱区箱位分配及场桥调度协同优化模型,并设计了不同规模的算例

说明设计的算法及优化模型对研究问题的有效性;但文中只针对最短完工时间进行优化,无法直接反映不同目

标之间的冲突或协同关系。董良才等人[11]针对出口箱的箱位分配和场桥调度问题,建立了以减少场桥作业时

间、内集卡等待时间和箱区翻箱量为目标的混合整数规划模型,并设计了一种基于深度强化学习的模型求解方

法;但未考虑优化场桥的非装卸时间(场桥跑位时间和场桥空闲时间),而场桥跑位时间和场桥空闲时间是评价

场桥作业效率的重要参考指标。
还有一些学者借助强化学习(reinforcement

 

learning,RL)来解决这类复杂调度问题。该理论具有较强的环

境交互能力和学习能力,为解决此类问题提供了新思路。王小寒等人[13]基于共享堆场,考虑进出口双向货流,以
海铁联运集装箱在港中转成本最小化为目标,构建箱区分配及箱区转场问题的非线性整数规划模型,并设计了

基于Q学习的协同进化GA求解问题。王无印等人[14]针对场桥调度问题的复杂时空耦合特性和高度动态性,
以最小化自动导引车(automated

 

guided
 

vehicle,AGA)和外集卡的等待时间为优化目标构建数学规划模型,并
提出了一种新颖的深度强化学习方法进行求解。董良才等人[11]提出基于Actor-Critic的堆场策划与场桥调度方

案,仿真实验表明,基于Actor-Critic的求解算法在小规模问题上能够快速准确求解,在大规模问题上,相较于

GA展现了显著的优越性。Liu等人[15]提出了一种基于深度强化学习的方法,以解决场桥调度与箱位分配的协

同优化问题,并通过设计多智能体系统,实现了动态环境下的实时决策,明显提高了码头作业效率。
综上所述,箱位分配和场桥调度是集装箱码头作业中的2个重要环节,二者相互耦合,相互影响。协同优化

箱位分配和场桥调度不仅能降低翻箱率、均衡场桥作业量,还能缩短场桥非装卸时间和场桥作业时间。关于集

装箱码头箱位分配和场桥调度的研究已有不少,总体上可分为2类:一类是仅考虑箱位分配或场桥调度问题,没
有将二者进行协同研究;另一类是考虑箱位分配和场桥调度的协同优化问题,但目标函数并没有将影响箱位分

配和场桥调度的诸多因素考虑进去,或研究结果中箱位分配只分配到贝位而没有精准到具体箱位(贝、列、层)。
基于此,本文综合考虑箱位分配和场桥调度影响的多种因素:翻箱量、AGV等待时间、场桥作业均衡、场桥非装

卸时间和场桥作业时间,建立箱位分配与场桥调度的协同优化模型。同时,借助深度强化学习理论框架,设计基

于Actor-Critic的求解算法。最后,与已有文献方法进行对比,以说明本文所得结果的优越性。

1 问题描述与模型构建

1.1 场桥配置的协同调度机制研究

从资源规划的角度,集装箱码头堆场内的每个箱区作为基础作业单元,内部通常部署有2台及以上场桥同

时协同作业。然而,多场桥协同作业模式在实际运营中往往面临三重技术挑战:首先是设备负载不均衡引发的

长距离大范围位移问题;其次是无效能耗增加导致的设备利用率下降现象;再者是作业空间重叠造成的协同效

率制约,特别是相邻设备必须维持最小安全间距以避免物理干涉。判断场桥之间是否存在冲突在于观察场桥作

业的执行轨迹在坐标系中是否存在交点。例如,图1中的2台场桥无作业冲突,而图2中2台场桥则存在作业

冲突。

图1 场桥作业无冲突

Fig.1 No
 

conflict
 

in
 

yard
 

crane
 

operation

图2 场桥作业冲突

Fig.2 Yard
 

crane
 

operation
 

conflict
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  基于集装箱码头堆场作业的安全性与效率要求,本文所运用的分区均衡调度策略,在箱区划分上遵循的逻

辑是:以场桥的配置规模为基准,动态地将箱区划分为对应数量的作业区域。确保各区块作业负载均衡且满足

设备安全间距约束。图3是分区域作业的一种情况,有3台场桥,场桥1、场桥2和场桥3分别负责区域A、区域

B和区域C中的作业任务。

图3 分区平衡策划示意图

Fig.3 Schematic
 

diagram
 

of
 

zoning
 

balance
 

planning

1.2 堆场内部箱位分配问题

集装箱码头堆场作为货物装卸与暂存的核心作业区,空间资源配置效率直接影响着整体运营效能。科学的

箱位分配策略对提升码头吞吐能力具有关键作用。在集装箱堆场管理中,箱位采用三维坐标系进行精确定位,
即以贝、栈、层为3个坐标轴,箱位的坐标记为Q{γ,ε,θ}。从作业效率的角度来看,箱位分配问题本质上可以转

化为场桥移动成本和翻箱操作成本的最小化问题。这一转化基于以下2个关键作业特征:首先,当相邻作业的

集装箱位于不同贝位时,场桥必须进行跨贝移动,这种移动既消耗能源,又增加作业时间;其次,在提取被堆叠的

下层集装箱时,必须先将上层的阻碍集装箱转移至临时位置,这种翻箱操作不仅增加了作业复杂度,还可能引发

额外的设备损耗和作业延误。
需要说明的是,翻箱操作的触发与集装箱的优先级体系密切相关。集装箱翻箱问题(container

 

relocation
 

problem,CRP)在相关文献中也称为块重定位问题(block
 

relocation
 

problem,BRP)[16],解决此问题的核心在于

通过优先级评估来决定是否需要翻箱。本文优先级系统主要考虑2个关键参数:卸货港和重量。首先,根据卸

货港的远近,依次界定箱区位置。其次,根据国际标准,本文根据重量将出口箱划分成4个等级,并执行“重压

轻”的堆存规则。这2个参数共同构成两位数的优先级编码,例如“24”表示卸货港优先级为2,重量优先级为4。
每个集装箱都具有唯一的优先级编码,对应着特定的目标堆存位置。翻箱具体决策逻辑如下:优先比较卸货港

优先级,距离较远者优先;当卸货港相同时,则比较重量等级。当目标集装箱上方存在优先级更高的集装箱时,
就必须进行翻箱操作。如h 层为π1=14,h-1层为π2=23,则π1<π2,产生1次翻箱。如h 层为π1=23,h-1
层为π2=24,则π1<π2,也产生1次翻箱。图4给出了翻箱操作示意图。

图4 提箱作业和翻箱作业

Fig.4 Container
 

pick-up
 

operation
 

and
 

container
 

reshuffling
 

operation

1.3 问题假设

1)
 

本文假设调度决策基于以下已知信息:箱区待堆存集装箱的数量与物理属性、关联AGV的预计抵达时

间以及根据岸桥调度计划反推得出的近似装船顺序。2)
 

设定集装箱堆场场桥不能跨箱区作业。3)
 

每个箱区中

场桥设备的移动速度、作业速度已知,且均保持匀速运动。4)
 

在模型构建与运算的初始阶段,堆场内所有集装箱

的初始堆存布局(包括各箱位的占用情况、集装箱的具体位置等)已明确可知,同时场桥设备在作业启动前的初

始停放位置也已预先确定,为后续作业规划提供固定的初始参数。5)
 

本文以20GP标准集装箱作为基准规格,
且严格遵循“1个箱位对应1个集装箱”的堆存规则,不存在箱位共享或不同规格集装箱混存的情况,以简化堆存
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空间规划逻辑。6)
 

本文模型的研究范围聚焦于普通集装箱的堆存作业,暂不将冷藏集装箱、危险货物集装箱等

具有特殊存储要求或安全管控需求的特种集装箱纳入考量。7)
 

所有待处理任务箱,均需按照规划流程堆存至指

定堆场区域,不存在直提箱。

1.4 参数设置

本文定义的主要参数、变量符号及相关含义见表1。

表1 符号说明

Tab.1 Explanation
 

of
 

symbol
 

parameters

类型 符号 意义及说明 类型 符号 意义及说明

参数

Ω
需要处理的出口集装箱相关作业任务

的数量总和

p,q
任务集合中的某2个任务p,q(p,q∈
Ω)是作业前后关系

β 箱区内贝位γ的数量

δ 箱区内栈ε的数量

η
单个贝内可堆存的集装箱θ 的总数

量,即θ=1,2,…,η

κ 箱区配置的场桥λ总数

{γ,ε,θ} 第γ贝ε栈θ层的箱位

πp 出口箱p 的整体优先级

Ψ 足够大的正数

Ω0 箱区内初始堆存的出口箱箱位集合

β0λ 场桥λ初始所处的贝位

δ0λ 场桥λ初始所处的栈

tβ 场桥跨越一个贝位所消耗的时间

tδ 场桥跨越一栈所消耗的时间

tc 场桥提取或放下一个出口箱的时间

βp
λ 场桥λ执行任务p 所处的贝位

δp
λ 场桥λ执行任务p 所处的列

l 单位贝位的长度

lsafe 相邻场桥之间的安全距离

中间

变量

决策

变量

Θλ 场桥λ完成的作业总量

βp 任务p 的目标贝位

δp 任务p 的目标栈位

t01λ 场桥λ由初始位置首任务位的初始空载耗时

tpq
λ

场桥λ由任务p 位置移动到紧后任务q 位置的在

连续任务位间的空载行驶耗时

tλp 场桥λ执行任务p 的作业耗时

Tλp 场桥λ第p 次任务的完成时刻

TλΘλ 场桥λ最后一项任务的完成时刻

TAGVa
λp 场桥λ第p 次任务对应的AGV到达堆场的时刻

twaitλp 场桥λ完成第p 次任务时,对应AGV的等待时间

Θ 场桥平均作业任务量

Tarrive
λp 场桥λ到达任务p 作业位置的时刻

tNAλp 场桥λ的空闲时间

Φp
γεθ

1,任务p 分配给箱位γεθ
0,任务p 未分配给箱位γεθ 

Γλp
1,任务p 分配给场桥λ
0,任务p 未分配给场桥λ 

1.5 箱位分配和场桥调度协同优化模型

根据以上假设条件和参数变量设计构建的箱位分配和场桥调度问题的数学模型如下:

F1:min
 

≏=max
1≤λ≤κ

TλΘλ
, (1)

F2:min
 

 =∑
κ

λ=1
∑
Θλ

p=1
twaitλp , (2)

F3:min
 

 =∑
β

γ=1
∑
δ

ε=1
∑
η

θ=1

􀰧γεθ, (3)

F4:min
 

􀰬=∑
κ

λ=1

(Θλ -Θ)2, (4)

F5:min
 

􀰫=∑
κ

λ=1
∑
Θλ

p=1
tNA

λp +∑
κ

λ=1
∑
Θλ

p=1
tpq

λ 。 (5)

其中:式(1)表示最小化所有场桥装船任务的最大完成时间。式(2)表示最小化AGV在堆场处于等待状态的总
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时间。式(3)表示最小化箱区总翻箱量,􀰧γεθ 表示贝γ、栈ε、层θ处的翻箱次数,优先级低的箱堆放在优先级高的

箱上方时触发翻箱。式(4)中 􀰬 表示各场桥作业任务量的方差。式(5)中 􀰫 表示为场桥的非装卸时间,包括场

桥空闲时间和跑位时间。
约束条件:

∑
Ω

p=1
Φp

γεθ ≤1,1≤γ≤β,1≤ε≤δ,1≤θ≤η; (6)

∑
β

γ=1
∑
δ

ε=1
∑
η

θ=1
Φp

γεθ =1,1≤p≤Ω; (7)

∑
Ω

p=1
Φp

γεθ ≤∑
Ω

p=1
Φp

γε(θ-1),1≤γ≤β,1≤ε≤δ,2≤θ≤η; (8)

∑
Ω

p=1
Φp

γεθ =0,{γ,ε,θ}∈Ω0; (9)

∑
κ

λ=1
Γλp =1,1≤p≤Ω; (10)

∑
Ω

p=1
∑
δ

ε=1
∑
η

θ=1
Φp

γεθ ≤22,1≤γ≤β; (11)

∑
Ω

p=1
πpΦp

γεθ + 1-∑
Ω

p=1
Φp

γεθ  Ψ -∑
Ω

p=1
πpΦp

γε(θ-1)+􀰧γεθΨ≥0,1≤γ≤β,1≤ε≤δ,2≤θ≤η; (12)

Tλp≥Tλq+tβ(βp-βq+lsafe)-Ψ(Γλp+Γλq),1≤p,q≤Ω,1≤λ≤κ,λ≠λ'; (13)

βp =∑
β

γ=1
γΦp

γεθ,1≤γ≤β,1≤ε≤δ,1≤θ≤η; (14)

δp =∑
δ

ε=1
εΦp

γεθ,1≤γ≤β,1≤ε≤δ,1≤θ≤η; (15)

∑
κ

λ=1
Θλ =Ω; (16)

tpq
λ =tβ βp

λ-βq
λ  +tδ δp

λ-δq
λ  ,1≤λ≤κ,1≤p,q≤Θλ; (17)

tλp=tc+tpq
λ ,1≤λ≤κ,1≤p,q≤Θλ; (18)

Tλq=Tλp+tpq
λ +tc,1≤λ≤κ,1≤p,q≤Θλ; (19)

twaitλp =Tλp-Tarrive
λp ,1≤λ≤κ,1≤p≤Θλ; (20)

Tarrive
λp =Tλq+tqp

λ ,1≤λ≤κ,1≤p≤Θλ; (21)

tNA
λp =max{Tarrive

λp -TAGVa
λp ,0},1≤λ≤κ,1≤p≤Θλ; (22)

Θ=
1
κ∑

κ

λ=1
Θλ; (23)

Θλ =∑
Ω

p=1
Γλp。 (24)

其中:式(6)表示每个箱位上至多容纳1个出口箱。式(7)表示每个出口箱必须分配至唯一箱位。式(8)表示上

层箱位的堆存数量不得超过下层,避免悬空堆存(即必须先存下层,再存上层)。式(9)表示针对已预先放置初始

出口集装箱的特定箱位,模型通过约束明确禁止进行二次分配或调整,确保初始堆存状态的稳定性,避免因重新

分配导致前期规划失效或产生额外作业成本。式(10)表示模型要求堆场内所有作业任务(如堆箱、取箱、翻箱

等)均需遵循“单任务-单设备”的分配逻辑,即每个任务必须由1台场桥独立承接,且同一任务不得由多台场桥共

同处理,以此保障作业流程的清晰性与设备负载统计的准确性。式(11)表示了堆场内每个贝位的物理结构固定

为“6列×4层”,理论上包含24个独立箱位;但考虑到装船作业中可能产生的翻箱需求(需临时腾挪空间),模型

强制为每个贝位预留2个专用翻箱空间,因此每个贝位实际可用于常规堆存的箱位数量限定为22个。式(12)
表示模型通过优先级对比明确翻箱作业的启动逻辑,即当待操作集装箱(任务箱)的整体优先级低于它正下方堆

叠的出口集装箱优先级时,即触发一次翻箱作业。进一步细化来看,对于同一贝位、同一栈构成的“垂直栈”:若

该栈内出口箱堆存层数超过2层,需满足上述优先级约束∑
Ω

p=1
πpΦp

γεθ ≥∑
Ω

p=1
πpΦp

γε(θ-1)+􀰧γεθΨ,以规避不必要的
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翻箱;若堆放层数不超过2层,则需满足约束Ψ≥∑
Ω

p=1
πpΦp

γε(θ-1)+􀰧γεθΨ。式(13)表示为避免多台场桥在同一贝

位区域发生作业冲突,模型设定空间冲突处理机制,即当某一贝位已被一台场桥占用时,其他需进入该贝位作业

的场桥,必须等待当前占用场桥完全离开该贝位后,方可启动作业,以保障场桥运行的安全性与有序性。式(14)
和(15)分别表示模型通过2项约束分别明确出口箱的堆存定位逻辑:其中一项约束规定每个出口箱需被分配至

唯一的目标贝位,另一项约束则进一步确定该出口箱在目标贝位内的具体栈位,二者相结合实现出口箱堆存位

置的精准锁定。式(16)表示模型要求所有场桥需处理的作业任务总量,与堆场内待堆存出口箱对应的总作业需

求完全相等,确保作业任务分配无遗漏、无冗余,实现场桥资源与作业需求的精准匹配。式(17)表示模型针对场

桥执行单个作业任务的场景,计算出场桥在不同位置间移动所需的跑位时间。式(18)表示模型明确场桥完成单

个作业任务的总时间构成,不仅包含前述的移动时间,还涵盖了集装箱的抓取、提升、放置等操作时间,通过整合

各环节耗时,得到单个任务的完整执行周期。式(19)表示后一个任务的启动时间节点,确保前后任务衔接无间

隙、无重叠,保障场桥作业流程的连续性与高效性。式(20)表示AGV在堆场中的等待总时间。式(21)表示场桥

作业任务p 的到达时刻。式(22)表示场桥的空闲时间。式(23)表示场桥的平均作业量。式(24)表示场桥λ 的

作业量。
为解决目标函数F1、F2、F3、F4 和F5 量纲不统一的问题,首先生成了 N 个不同的箱位分配与场桥调度协

同方案;随后,针对这N 个方案,计算了以下5个加总性能指标作为评估基础,分别为:完成最迟分配任务的场桥

作业时间之和∑
N

n=1

≏n,AGV在堆场处于等待状态的总时间之和∑
N

n=1

 n,箱区总翻箱量之和∑
N

n=1

 n,场桥作业量

总方差之和∑
N

n=1

􀰬n,场桥非装卸时间之和∑
N

n=1

􀰫n,无量纲化后的目标函数如式(25)~(29)所示:

F'1∶=
F1

∑
N

n=1

≏n

, (25)

F'2∶=
F2

∑
N

n=1

 n

, (26)

F'3∶=
F3

∑
N

n=2

 n

, (27)

F'4∶=
F4

∑
N

n=1

􀰬n

, (28)

F'5∶=
F5

∑
N

n=1

􀰫n

。 (29)

对多个目标函数进行无量纲化后,为将多目标函数整合为单目标函数,采用线性加权法,根据各目标的重要

性分配权重系数,记为ω1、ω2、ω3、ω4 和ω5,满足ω1+ω2+ω3+ω4+ω5=1,且ω1,ω2,ω3,ω4,ω5≥0。转化后的

单目标函数为:

min
 

F=ω1F'1+ω2F'2+ω3F'3+ω4F'4+ω5F'5。
权重系数的具体取值可依据堆场作业的实际研究侧重点进行调整,从而使优化结果更符合实际操作需求。

2 Actor-Critic算法设计

本文采用基于深度强化学习框架的Actor-Critic对上一节所建模型进行求解。Actor-Critic由Actor(策略

网络)基于状态生成动作概率并执行,Critic(价值网络)评估动作的长期价值,二者通过策略梯度和时序差分协同

优化,实现高效决策,在双智能体架构中,可分层协作(先分配箱位再调度场桥),通过奖励反馈共同提升整体

性能。
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2.1 状态空间

本文考虑集装箱的箱位分配和场桥调度问题,集装箱和场桥的状态设计如下。

1)
 

集装箱状态。为统一表示,所有任务箱(含出口箱与待提出场箱)均采用1个三元组数据模型进行形式化

描述,该模型包含以下3个属性:[当前位置,目标位置,优先级别]。

2)
 

场桥状态。为实现对箱区内多台场桥的全局状态监控,系统使用一个三元组状态向量进行形式化建模,
该向量包含以下3个组件:[场桥位置,指派任务,完成时间],其中场桥的位置映射至具体贝位与栈。

2.2 动作空间

1)
 

箱位分配动作。堆场箱位分配问题的核心是:针对每个进场出口箱,将“选择最优堆存位置”的决策,定义

为一个决策变量,取值范围构成该问题的动作空间(或可行解空间):

α1=<ω,γ,ε,θ>∈􀱋×β×􀰧γ×􀰧γε,
其中:ω 为集装箱唯一标识,且ω∈􀱋,􀱋表示集装箱位置坐标(贝、栈、层)的集合;γ 为目标贝位,且γ∈β;ε为目

标栈号,受限于贝位γ 的可行列集合,且ε∈􀰧γ;θ为目标层数,受限于贝位γ 的栈ε的可行层集合,且θ∈􀰧γε。

2)
 

场桥调度动作。在场桥调度问题中,动作设计为场桥选择待作业任务箱的决策,动作空间可表示为:

α2=<λ,ω>∈κ×Tλ,
其中:λ为场桥编号,且λ∈{1,2};ω 为可分配任务箱集合,且ω∈Tλp。

在动作选择阶段,系统智能体动态评估2台场桥的任务完成时间,据此决策下一台投入运行的场桥。进而,
为避免设备间的空间冲突,智能体会对候选任务施加空间隔离约束,即执行区域必须与另一台场桥的作业区保

持安全距离,以此滤出可行的后续任务。

3)
 

面向动作空间的智能体探索策略配置。强化学习的决策困境在于“探索”与“利用”的权衡。“利用”旨在

基于当前认知做出最优决策,而“探索”则致力于拓宽认知边界。在此背景下,SoftMax算法提供了一种高效的

探索方案:它并非盲目尝试,而是根据各动作已获得的平均奖励值作为分配选择权重,并进行概率抽样。这使得

智能体既能倾向当前已知的优选项,又不失对长远潜在高回报选项的关注。SoftMax函数在强化学习中的具体

应用形式如下所示:

P(as)=
e

Q(s,a)
τ

∑a'e
Q(s,a')

τ

,

其中:P(as)表示策略中用于计算状态s下选择动作a 的概率,Q(s,a)表示在状态s下采取动作a 的动作-价值

函数,衡量了在状态s时选择动作a 的优劣程度,值越大表示该动作越优。τ是温度参数,它控制着探索与利用

的平衡。τ的值越大,各动作被选择的概率越趋于平均,智能体更倾向于探索;τ的值越小,高价值动作被选择的

概率越大,智能体更倾向于利用已有经验。分子e
Q(s,a)

τ 对动作价值Q(s,a)进行指数变换,放大不同动作价值之

间的差异程度。分母∑a'e
Q(s,a')

τ 是对所有可能动作a'的e
Q(s,a')

τ 求和,起到归一化作用,确保计算出的P(as)是

一个合法概率,所有动作选择概率之和为1。

2.3 奖惩函数的设计

在深度强化学习中,智能体根据动作效果从环境获得奖励。本模型将箱位分配与场桥调度的合理性量化为

一个综合奖励值,该值由5个指标共同决定:

1)
 

最迟完成装船任务的场桥作业时间越短,奖励越大。

2)
 

箱区总翻箱量越小则奖励越高,这是通过评估上下层出口箱的优先级差值来实现的。差值为正时,给予

正向奖励;为负时(预示翻箱),则施加惩罚。

3)
 

AGV在堆场等待总时间最小。当AGV等待时间越短,奖励越大。

4)
 

各场桥作业任务量的方差最小,当每个场桥作业量越均衡,奖励越大。

5)
 

场桥的非装卸时间最少,当场桥空闲时间和跑位时间越少,奖励越大。
针对本文目标函数最小化问题,对5个目标设置加权系数进行归一化规范处理,将任意输入映射至[0,1]值

域范围内。
总目标为:F=m1F1+m2F2+m3F3+m4F4+m5F5,奖惩函数可设置为:
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r=
1
F=

1
m1F1+m2F2+m3F3+m4F4+m5F5

。

2.4 神经网络设计

针对箱位分配问题,Actor网络输入层为当前智能体强化学习的状态值[当前位置,目标位置,优先级别],该
神经网络模型的拓扑结构定义如下:输入层由3个神经元节点构成,用以接收状态信息;输出层则生成一个维度

与所有可选动作数量相同的向量,该向量经由SoftMax函数处理,被转化为一个有效的动作概率分布。此分布

作为策略函数,直接决定了目标箱的分配决策。其中,隐藏层的规模设计是一个关键的超参数,它需要在模型表

达能力(求解精度)与计算效率(训练时长)之间寻求最佳平衡,数值需通过实验谨慎确定。为避免因隐藏层神经

元过多而导致的训练效率低下、过拟合风险增高及陷入局部最优等问题,本研究针对3个状态特征的具体情况,
选择了3层隐藏层与每层32个神经元的网络结构。此配置在确保模型具备足够表达能力的同时,也有效控制

了计算成本。Actor深度神经网络结构如图5所示。

图5 Actor深度神经网络结构

Fig.5 Structure
 

of
 

Actor
 

deep
 

neural
 

network

在协同架构中,Critic网络作为策略评估器,输入层接收包含状态与即时奖励的四维信号,进而通过单一输

出节点计算时序差分(temporal
 

difference,TD)误差。该误差作为核心的评估信号,不仅精准量化了当前策略的

优劣,更作为策略梯度反馈至Actor网络,指导其参数更新。与之协同的Actor网络,输入被定义为由场桥位置、
指派任务与完成时间构成的状态矩阵。为确保架构统一,隐藏层设计与Critic网络及箱位分配模型保持同构。

Critic深度神经网络结构如图6所示。

图6 Critic深度神经网络结构

Fig.6 Structure
 

of
 

Critic
 

deep
 

neural
 

network

2.5 Actor-Critic算法流程

基于Actor-Critic协同框架的智能体决策伪代码如下。
输入:最大训练轮数T=5

 

000,最大步数L(等于任务队列长度),经验回放缓存区容量B=10
 

000,批次大

小N=32,Actor网络学习率RAl=0.001,Critic网络学习率RCl=0.01,奖励折扣因子ξ=0.9,探索率E=0.1。
输出:训练好的Actor网络参数θ和Critic网络参数ω,场桥调度方案S,箱位分配结果A。
初始化

步骤1:随机初始化Actor网络参数θ和Critic网络参数ω。
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步骤2:初始化经验回放缓存区D,容量为B。
步骤3:初始化目标网络θ'←θ,ω'←ω。
主训练循环for

 

e=1
 

to
 

T
 

do
步骤1:重置环境,获取初始状态s1。
步骤2:初始化本轮累积奖励rtotal←0。
步骤3:时序交互循环:for

 

t=1
 

to
 

L
 

do
步骤4:动作选择:根据当前策略πθ 和状态st 选择动作at。

以概率ε随机探索一个合法动作,否则根据Actor网络输出的动作概率分布πθ(ast)采样动作at。
步骤5:执行动作:在模拟环境中执行动作at(包括箱位分配与场桥任务指派)。
步骤6:观察环境:环境返回下一个状态st+1、即时奖励rt 和终止标志done。
步骤7:存储经验:将转移元组(st,at,rt,st+1,done)存入经验回放缓存区D。
步骤8:状态更新:st←st+1。
步骤9:累积奖励:rtotal←rtotal+rt。
步骤10:记录调度:将动作at 及对应的决策细节(如场桥ID、目标箱位)记录到S 中。
步骤11:网络参数更新:

若缓存区中样本数足以构成一个批次,则从D 中随机采样N 个转移元组。
更新Critic网络:对每个样本,计算目标值yi=ri+ξ*Vω'(si+1),并最小化Critic网络的均方误差

损失:L(ω)=
1
N*Σi(yi-Vω(si))2。

更新Actor网络:使用策略梯度上升更新Actor参数:θ←θ+αActor*�θJ(θ),其中:�θJ(θ)≈
1
N*Σi[�θlog

 

πθ(ai si)*A(si ai)],优势函数A(si ai)可由Critic网络输出的TD误差δi=yi-Vω(si)

近似。
更新目标网络:θ'←τθ+(1-τ)θ',ω'←τω+(1-τ)ω'。

输出结果

步骤12:随存最终的网络参数θ和ω。
步骤13:解析最后一次训练的S,生成最终的场桥调度方案与箱位分配结果A。
步骤14:返回θ,ω,S,A。

3 实验验证

3.1 实验基础设计

本文针对第3代现代化内河港口果园港码头堆场的情景设计了不同规模的问题求解。箱区的规模为40个

贝位×6个堆垛×4个堆层,每个贝预留2个箱位以满足翻箱需要,即每个贝位包含22个可堆存箱位。设某箱

区有50个集装箱装卸任务。相关参数设置见表2。

表2 相关参数

Tab.2 Related
 

parameters

参数表示 数值 参数表示 数值

箱区规模{γ,ε,θ} 40×6×4 场桥跨列移动耗时/s 2

场桥数量/台 2 场桥提放一个出口箱所需时间/s 30

单位贝位长度/m 7 场桥间的安全距离/m 14

场桥跨贝位运行耗时/s 5

2台场桥的初始贝位号分别为18和40,50个待堆存出口箱的整体优先级信息如表3所示。各贝位初始堆

存量信息如表4所示。鉴于箱区内贝位总数庞大,为清晰呈现,本系统仅截取前10个贝位作为代表,以展示堆

存状态。每个贝位的堆存信息采用1个4位的二进制状态编码进行表征,每1位对应1个层位。其中,编码“1”
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代表该层存在集装箱,而“0”则标识该层处于空置状态,如表4中的第1列第2行“1100”表示的是在第1贝第2
栈的第1层和第2层有集装箱,而第1贝第2栈的第3层和第4层无集装箱。

表3 待堆存出口箱信息

Tab.3 Information
 

of
 

export
 

containers
 

to
 

be
 

stacked

任务箱

编号

整体

优先级

任务箱

编号

整体

优先级

任务箱

编号

整体

优先级

任务箱

编号

整体

优先级

任务箱

编号

整体

优先级

1 23 11 13 21 22 31 41 41 43

2 34 12 21 22 21 32 34 42 14

3 11 13 31 23 34 33 21 43 21

4 42 14 12 24 44 34 23 44 34

5 24 15 23 25 11 35 12 45 42

6 13 16 24 26 11 36 32 46 22

7 12 17 13 27 31 37 14 47 14

8 32 18 23 28 24 38 13 48 32

9 24 19 23 29 24 39 21 49 44

10 14 20 11 30 22 40 24 50 12

表4 箱区部分箱位的初始堆存状态

Tab.4 Initial
 

stacking
 

status
 

of
 

parital
 

slots
 

in
 

the
 

container
 

yard

栈
贝

γ1 γ2 γ3 γ4 γ5 γ6 γ7 γ8 γ9 γ10

ε1 1000 1100 1100 1100 1100 1000 1000 1110 1100 1100

ε2 1100 1000 1100 1000 1000 1000 1111 1110 1000 1000

ε3 1110 1100 0000 1000 1110 1000 1000 1100 1110 1100

ε4 1000 1100 1100 1100 1000 1110 1000 1111 1100 0000

ε5 0000 1000 1000 1000 1100 1000 1100 1000 1000 1110

ε6 1000 0000 1100 1100 1000 1000 1000 1000 1100 1100

3.2 实验求解

本文的实验环境为PyTorch
 

2.5.1
 

Pyhton
 

3.12.GPU:RTX4090(24
 

GB)。目标函数F1、F2、F3、F4 和F5

所对应的权重参数值分别设置为ω1=0.3,ω2=0.2,ω3=0.3,ω4=0.1,ω5=0.1。Actor-Critic算法相关参数设

置见表5。

表5 Actor-Critic算法所用参数

Tab.5 Parameters
 

used
 

in
 

the
 

Actor-Critic
 

algorithm

参数 取值 参数 取值

Actor网络学习因子RAl 0.001 神经网络节点个数 32

Critic网络学习因子RCl 0.01 迭代次数 5
 

000

TD误差时奖励折扣因子ξ 0.9

在Actor-Critic算法框架下,本设计采用正向奖励函数:奖励值为正,且数值大小与系统性能正相关。具体

而言,更高的奖励值意味着更优的调度方案。即场桥作业耗时更短、AGV等待时长更少、翻箱次数更低、场桥非

装卸时间更少、场桥作业量更均衡,进而能体现出场桥调度和箱区分配的协同优化效果更好。根据这些性能指

标,绘制的奖惩值收敛曲线和时间差分误差收敛曲线如图7所示。奖惩值收敛曲线表明:在训练初期,即训练轮

次为0到1
 

000左右,总奖励呈快速上升趋势。说明智能体在前期通过与环境交互,快速学习到有效的策略,获
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得的奖励大幅增加。之后奖励值虽有波动,但整体围绕一个较高的值波动并趋于平稳,大约在730。体现了

Actor-Critic算法在训练过程中,智能体从对环境不熟悉到逐渐掌握较优策略的过程。稳定的奖励值意味着算

法找到相对稳定且较优的决策方式来解决堆场调度优化问题。时间差分误差收敛曲线表明:在训练开始阶段,
即训练轮次为0到1

 

000左右,平均TD误差有较大波动且数值较高,这是因为算法刚开始学习,对状态—价值

的估计还不准确。随着训练轮次增加,误差呈持续下降趋势,在后期,训练轮次为4
 

000~5
 

000,下降速度虽变缓

但仍在降低,说明算法对状态价值的估计越来越准确。TD误差作为衡量Critic网络对状态价值估计准确性的

指标,误差不断减小,表明Critic网络能更精准地评估Actor网络所采取动作的优劣,为Actor网络提供更有价

值的反馈,进而辅助Actor网络更好地调整策略,提升算法整体性能。

a 奖惩值收敛曲线 b TD误差收敛曲线

    注:图中的训练轮次的次数是每50次迭代记录1次奖惩值。

图7 奖惩值收敛曲线和TD误差收敛曲线

Fig.7 Reward
 

convergence
 

curve
 

and
 

temporal
 

difference
 

error
 

convergence
 

curve

基于Actor-Critic算法的训练生成了箱位分配(表6、图8)与场桥调度(表7、图9)方案。箱位分配结果确认

了50个出口箱均被合理分配,且无一违反堆叠约束。在图8中,不同颜色表示不同层,紫色代表第1层,蓝色代

表第2层,绿色代表第3层,黄色代表第4层。根据不同颜色,构成箱位分配实验结果,所有箱体均被分配至独立

且空闲的箱位,确保了堆存的有序性。同时,箱体在箱区内实现了均衡分布,这为2台场桥的负载均衡奠定了基

础,从而有效缩短了场桥大车的移动距离,并降低了设备间的作业干扰。场桥调度方案结果如表7和图9所示,
表7表明每台场桥的作业量为25个集装箱,满足作业均衡的目标。场桥作业轨迹图图9表明,2台场桥的路径

无交点,任意时刻2台场桥所在的贝位保持一定的间距,说明求解的箱位分配与场桥调度方案没有出现场桥间

的相互影响或干扰,满足场桥间安全距离的要求。

表6 箱位分配结果表

Tab.6 Container
 

slot
 

allocation
 

result
 

table

任务箱

编号

箱位分配

方案

任务箱

编号

箱位分配

方案

任务箱

编号

箱位分配

方案

任务箱

编号

箱位分配

方案

任务箱

编号

箱位分配

方案

1 15-4-2 11 11-2-1 21 16-4-3 31 39-1-4 41 30-3-1

2 17-6-3 12 18-6-4 22 25-6-2 32 24-2-3 42 12-3-1

3 15-6-4 13 19-5-4 23 27-6-2 33 16-5-1 43 28-3-4

4 35-6-2 14 6-6-2 24 35-3-4 34 30-5-2 44 26-6-1

5 24-2-2 15 26-2-2 25 27-4-2 35 3-6-4 45 40-4-1

6 6-6-3 16 20-2-3 26 8-1-4 36 21-2-2 46 29-5-2

7 12-1-2 17 12-1-1 27 20-2-2 37 15-4-3 47 3-6-3

8 24-5-2 18 19-4-3 28 30-4-3 38 4-3-2 48 28-2-2

9 16-6-3 19 25-1-4 29 26-2-3 39 18-3-3 49 39-4-4

10 14-3-3 20 1-3-4 30 15-5-3 40 23-4-4 50 8-2-4
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图8 箱位分配实验结果图

Fig.8 Container
 

slot
 

allocation
 

experimental
 

result
 

diagram

表7 场桥调度方案

Tab.7 Yard
 

bridge
 

scheduling
 

plan

场桥作业顺序
场桥1 场桥2

出口箱编号 贝位号 出口箱编号 贝位号
场桥作业顺序

场桥1 场桥2

出口箱编号 贝位号 出口箱编号 贝位号

1 12 18 24 35 14 11 11 22 25

2 39 18 28 30 15 50 8 19 25

3 18 19 48 28 16 6 6 8 24

4 2 17 25 27 17 35 3 32 24

5 21 16 23 27 18 20 1 36 21

6 33 16 4 35 19 47 3 27 20

7 30 15 34 30 20 38 4 5 24

8 37 15 41 30 21 42 12 15 26

9 1 15 43 28 22 14 6 40 23

10 9 16 31 39 23 26 8 44 26

11 7 12 46 29 24 13 19 49 39

12 10 14 16 20 25 3 15 45 40

13 17 12 29 26

图9 场桥作业轨迹图

Fig.9 Yard
 

bride
 

operation
 

trajectory
 

diagram

4 算例结果对比分析

4.1 不同规模下的GA和Actor-Critic算法结果对比分析

为了与传统GA对比,本文分别设计了规模为30、50、90、120和150的算例。设定由2台场桥进行作业,箱
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区在初始时刻已有集装箱堆存。分别使用Actor-Critic算法和GA进行求解,所得结果如图10和表8所示。在

翻箱量上,在较小规模(30和50)中,Actor-Critic和GA都表现良好,但随着问题规模增大,GA的重定位次数呈

指数增长,而Actor-Critic增长平缓,说明Actor-Critic策略更稳定。在场桥作业时间上,二者作业时间随规模增

大而呈线性增长,但Actor-Critic的斜率更低,说明该策略能更高效地分配任务。相较GA缩短10%~20%,且
规模越大优化越明显。在集卡等待时间上,等待时间与任务规模正相关,但 Actor-Critic的优化百分比保持稳

定,说明它的策略能有效降低拥堵。且对比GA缩短作业时间15%~20%,优化效果稳定。在场桥任务量方差

上,Actor-Critic方案在任务量方差控制上表现出色,始终为0,稳定性强。在非装卸时间上,二者优化百分比随

规模增大而提高,但Actor-Critic算法减少无效时间15%~20%,直接提升作业效率。在求解速度上,由于GA
依赖种群迭代,计算成本随规模增大而呈指数增长。Actor-Critic则通过策略网络直接输出动作,避免重复评

估,因此Actor-Critic求解速度比GA更快更稳定。

a 翻箱量 b 场桥作业

c 集卡等待时间 d 场桥任务量方差 e 非装卸时间

图10 不同算法对比图

Fig.10 Comparison
 

chart
 

of
 

different
 

algorithms

通过以上对比表明Actor-Critic算法在降低作业成本、提升效率、均衡任务分配方面全面优于GA,尤其在大

规模问题中优势明显。

4.2 与已有文献核心指标对比分析

为了进一步验证本文箱位分配与场桥调度协同模型的实用性和有效性,本文与已有文献进行对比分析。在

具有相同任务数的情况下,对比不同模型和算法得出的各类指标。
文献[9]以均衡各场桥作业任务量和减少场桥的非装卸时间为目标,建立混合整数规划模型,并设计GA求

解箱位分配和场桥调度问题。文献[11]提出基于Actor-Critic的堆场策划与场桥调度方案用以减少场桥作业时

间、内集卡等待时间和箱区翻箱量。相较文献[9-11],本文同时考虑场桥作业时间方差、非装卸时间、场桥作业时

间、内集卡等待时间和翻箱量因素作为目标函数,建立了新的混合整数规划模型,并采用基于Actor-Critic的算

法进行求解,与文献[9-11]的对比结果见表9。
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表8 不同算法对比表

Tab.8 Comparison
 

table
 

of
 

different
 

algorithms

实验

序号

任务

规模

GA Actor-Critic

翻箱量
场桥

作业/s

集卡

等待/s

任务量

方差

非装卸

时间/s

CPU
耗时/s

翻箱量
场桥

作业/s

集卡

等待/s

任务量

方差

非装卸

时间/s

CPU
耗时/s

1 30 0 962 726 0 432 36.2 0 913 681 0 398 25.4

2 50 0 2
 

541.5 1
 

352 0 840 58.7 0 2
 

316 1
 

179 0 732 42.1

3 90 1 6
 

035 3
 

182 2 1
 

256.4 132.6 0 5
 

309.2 2
 

779 0 1
 

074.8 88.3

4 120 6 7
 

924 4
 

119 3 1
 

578.6 174.3 4 6
 

728 3
 

492.8 0 1
 

330.4 109.2

5 150 12 10
 

083 5
 

272 3 1
 

876.2 235.1 9 8
 

545 4
 

505 0 1
 

549.3 146.5

表9 不同模型算法对比表

Tab.9 Comparison
 

table
 

of
 

different
 

model
 

algorithms

目标函数 文献[9] 文献[11] 本文

任务量方差 0 0

非装卸作业时间/min 17.52 12.2

任务完成总时间/min 167.52 123.1

平均作业效率/(箱·h-1) 17.9 23.98

翻箱量 1 0

场桥作业时间/s 2
 

560 2
 

316

集卡等待时间/s 1
 

400 1
 

179

CPU耗时/s 50.2 42.1

由表9可知,进行对比的任务量方差均为0,说明在任务分配的均衡性上,二者表现相同,都能实现任务的均

匀分配,避免出现任务量过度集中在某些执行单元的情况。但在减少非装卸时间、缩短总任务时长及提升作业

效率方面均优于文献[9],说明本文减少了无效等待或移动时间,整体作业效率更高。由表9可知,与文献[11]
相比,本文所得结果:场桥作业时间减少244

 

s、集卡等待时间减少221
 

s、重定位次数减少1次、CPU耗时缩短

8.1
 

s。说明在基于本文所建的新混合整数规划模型下,整体作业效率和资源利用上表现更优。

5 结论

本文在场桥分区域作业模式下,研究了集装箱码头箱位分配与场桥调度的协同优化问题。建立了融合场桥

作业均衡、场桥非装卸时间、场桥作业时间、内集卡等待时间和翻箱量在内的混合整数规划模型。相比已有模

型,该模型从更多角度衡量场桥调度和箱位分配的协同关系,更能反映场桥调度和箱位分配的协同优化效果。
针对所建模型,本文采用了基于Actor-Critic框架的深度强化学习方法进行求解。最后通过与已有算法和已有

箱位分配与场桥调度结果实验对比,仿真实验表明,相较于传统GA,基于Actor-Critic的算法在小规模问题上能

够快速准确地求解,同时在大规模问题求解上相较于GA展现了明显的优越性。与已有文献协同优化结果相

比,一方面本文箱位分配结果精确到具体箱位,也就是具体到贝、栈、层;另一方面,本文所得结果在保持场桥作

业均衡下,能有效降低场桥作业的完成时间和非装卸时间、缩短AGV的等待时长和翻箱量。
本研究提出的协同优化框架与深度强化学习求解方法可推广至传统非自动化集装箱码头。对于传统非自

动化集装箱码头,仅需将本文中的AGV替换为普通的集卡车,调度逻辑不变。此外,通过调整输入状态维度,可
以适配具有不同箱区布置的港口码头。但需要指出的是,本研究构建的混合整数规划模型及求解算法是基于确

定性环境假设的,即AGV到达时间、场桥作业效率等参数均为已知且固定。这一假设构成了当前模型的主要局

限:在实际作业中,若发生AGV延迟、场桥故障或临时插单等动态不确定性,原定优化方案的性能可能下降。因

此,未来研究将引入随机优化等方法以增强调度策略的抗干扰能力与系统鲁棒性。
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Abstract:
 

As
 

a
 

key
 

node
 

in
 

international
 

trade,
 

the
 

operational
 

efficiency
 

of
 

container
 

terminals
 

directly
 

affects
 

the
 

turnaround
 

time
 

of
 

ships
 

and
 

logistics
 

costs.
 

Bay
 

allocation
 

and
 

yard
 

crane
 

scheduling
 

are
 

two
 

crucial
 

aspects
 

in
 

container
 

terminal
 

operations,
 

which
 

are
 

interdependent
 

and
 

influence
 

each
 

other.
 

Therefore,
 

this
 

paper
 

proposes
 

a
 

method
 

based
 

on
 

the
 

deep
 

reinforcement
 

learning
 

Actor-

Critic
 

framework
 

to
 

study
 

the
 

collaborative
 

optimization
 

of
 

bay
 

allocation
 

and
 

yard
 

crane
 

scheduling,
 

aiming
 

to
 

achieve
 

collaborative
 

decision-making
 

in
 

these
 

two
 

areas.
 

On
 

the
 

one
 

hand,
 

a
 

mixed-integer
 

programming
 

model
 

is
 

established
 

considering
 

factors
 

such
 

as
 

yard
 

crane
 

operation
 

balance,
 

non-operational
 

time
 

of
 

yard
 

cranes,
 

operation
 

time
 

of
 

yard
 

cranes,
 

waiting
 

time
 

of
 

internal
 

container
 

trucks,
 

and
 

container
 

reshuffling
 

volume.
 

On
 

the
 

other
 

hand,
 

by
 

constructing
 

the
 

state
 

space
 

of
 

the
 

container
 

yard,
 

the
 

action
 

space
 

of
 

yard
 

cranes,
 

and
 

a
 

multi-objective
 

reward
 

function
 

model,
 

a
 

solution
 

algorithm
 

based
 

on
 

the
 

deep
 

reinforcement
 

learning
 

Actor-

Critic
 

framework
 

is
 

proposed.
 

Through
 

comparative
 

analysis
 

of
 

different-scale
 

examples,
 

it
 

is
 

verified
 

that
 

the
 

proposed
 

algorithm
 

outperforms
 

the
 

traditional
 

genetic
 

algorithm
 

in
 

terms
 

of
 

solution
 

quality.
 

Compared
 

with
 

existing
 

research
 

results,
 

under
 

the
 

condition
 

of
 

maintaining
 

the
 

operation
 

balance
 

of
 

yard
 

cranes,
 

the
 

new
 

algorithm
 

can
 

effectively
 

reduce
 

the
 

operation
 

and
 

non-

operational
 

time
 

of
 

yard
 

cranes,
 

shorten
 

the
 

waiting
 

time
 

of
 

automated
 

guided
 

vehicles,
 

and
 

lower
 

the
 

container
 

reshuffling
 

rate.

Keywords:
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crane
 

scheduling;
 

deep
 

reinforcement
 

learning;
 

Actor-Critic;
 

mixed-integer
 

programming
 

model;
 

container
 

terminal
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