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摘要:针对金融市场的指数跟踪问题,提出了一种结合新型非凸鲁棒有界光滑(robust,bounded
 

and
 

smooth,RBS)损失以

及组最小绝对收缩和选择算子(least
 

absolute
 

shrinkage
 

and
 

selection
 

operator,LASSO)罚项的跟踪模型,可以根据股票波

动趋势的趋同效应成组选择出重要的成分股,构建目标指数的跟踪模型,在含有异常数据的情况下仍能够获得较低的跟

踪误差。首先,为消除异常点的影响,提出一种新型的非凸RBS损失函数;其次,引入组LASSO罚项,对具有波动趋势及

趋同效应的股票进行分组惩罚,从而根据趋同效应成组选择重要的成分股;最后,在跟踪误差最小的目标下建立正则化模

型,运用近邻梯度下降算法对模型进行优化求解,得到重要的股票以及相应的跟踪模型。通过大量的数值实验,证明了新

方法对抗异常点的鲁棒性和成组选择变量的能力。在上证50指数跟踪的实证分析中,当挑选相同数量的重要成分股票

时,新模型较已有很多著名的稀疏投资组合方法能够获得更低的跟踪误差,这表明了该模型优越的跟踪能力和良好的预

测表现。
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指数跟踪(index
 

tracking)是重要的被动投资策略之一,指的是建立一个投资组合来复制某个特定市场指

数,如上证50指数的收益率走势,从而获得与市场表现一致或接近的收益表现[1]。指数跟踪通常有2种方式,即
完全复制和不完全复制。完全复制要求投资者购买目标指数的全部成分股,这种方式投资成本高昂、管理难度

极大。不完全复制又称稀疏复制,是运用数学方法在最小化跟踪误差的条件下,选择部分代表性成分股票进行

投资,尽量与目标指数收益接近,这种方式投资成本低且更灵活。在实际投资中,投资者往往更青睐不完全复制

的方式,即稀疏指数跟踪模型。此外,由于外部突发事件、金融市场震荡等因素的影响,部分成分股在短时间内

波动异常。异常数据会干扰模型的求解,导致常规模型的跟踪表现被大大削弱[1-2]。因此,构建一个鲁棒且精度

高的稀疏指数跟踪模型具有迫切的现实意义。
稀疏指数跟踪模型需要同时实现跟踪误差的最小化、重要成分股的挑选以及每只成分股的模型系数的估

计,这与统计学中的正则化模型框架十分契合:损失函数对应跟踪误差,罚项则用来实现重要成分股的挑选,最
小化正则化模型得到每只成分股的模型系数的估计值。以正则化模型为基础研究稀疏指数跟踪模型的文献较

为丰富。例如,Wu等人[3]结合最小绝对收缩和选择算子(least
 

absolute
 

shrinkage
 

and
 

selection
 

operator,

LASSO)罚项提出非负LASSO模型,成功用于沪深300指数的跟踪。Wu等人[4]将弹性网(elastic
 

net,ENet)罚
项用于稀疏指数跟踪,得到一个更为灵活的跟踪模型。在指数跟踪问题中,由于一个调整周期通常为半年,在此

期间搜集得到的股票日线数据有限,常常面临数据量很少而成份股数却十分庞大的情形,如沪深300指数和中

证500指数,即超高维预测问题。Yang等人[5]引入自适应LASSO罚项来跟踪指数,能够在超高维情形下得到

较高的预测精度。针对超高维情形,还有很多学者使用统计性质更好的非凸惩罚来建立稀疏指数跟踪模型。Li
等人[6]以极小极大凹惩罚为基础建立超高维指数跟踪模型。Xia等人[7]则利用带平滑削边绝对偏离罚项来处理

超高维情形下的股票选择问题。
股票之间通常存在相关性。特别地,由于成分股的行业属性和金融背景等因素影响,部分股票常常出现同

涨同跌的现象,即走势趋同(co-movement)效应[8-9]。在构建稀疏指数跟踪模型时,考虑趋同效应往往可以得到

跟踪误差更低的模型。Xia等人[10]用图LASSO罚项来描述股票之间的相关性,得到了较LASSO罚项预测精
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度更高的模型。王国长等人[11]与齐凯等人[12]将成分股先按趋同效应分组,再对每组采用组LASSO(group
 

LASSO,GLASSO)惩罚,最终可以根据趋同效应成组选择重要的股票。类似地,Liu等人[13]提出组桥惩罚,并以

此建立非负组桥稀疏指数跟踪模型,能够更好地分组挑选代表性成分股票并预测指数收益率的走势。
除了股票之间的相关性,真实股票数据还可能含有异常值。事实上,当突发事件袭来或市场震荡时,某些股

票可能短时间内波动异常。以上所提到的稀疏指数跟踪模型大都采用最小二乘损失。然而,最小二乘损失对异

常点非常敏感,因此异常数据就会干扰最终的求解,导致模型的预测表现变差。Li[14]引入复合分位损失函数用

来实现鲁棒稀疏指数跟踪,可以有效克服非正态噪声的影响。凌立宏[15]在分位损失的基础上,系统研究了

LASSO等几类罚项的鲁棒稀疏指数跟踪模型。安晓敏[16]则设计了稀疏指数跟踪模型的鲁棒求解算法。
现有关于鲁棒稀疏指数跟踪模型的研究尚不丰富,尤其在考虑股票走势趋同效应的情况下,能够对抗异常

数据的稀疏跟踪模型更少。因此,本文提出考虑趋同效应的鲁棒稀疏指数跟踪模型,在克服异常数据影响的同

时,结合趋同效应信息实现跟踪误差更低。首先,设计一种对异常值鲁棒、有界且光滑的新型非凸鲁棒有界光滑

(robust,bounded
 

and
 

smooth,RBS)损失函数,可以有效削弱异常点对参数估计的干扰。其次,结合RBS损失和

组LASSO罚项,提出RBS损失GLASSO(RBS
 

loss-based
 

GLASSO,RBS-GLASSO)模型,用来实现趋同效应

下的鲁棒稀疏指数跟踪。然后,考虑到RBS-GLASSO模型的目标函数非凸非光滑,运用近邻梯度下降的思想设

计高效的求解算法。由于RBS-GLASSO模型含有一些超参数,还基于K折交叉验证设计了参数调优的策略。
最后,通过大量的数值实验和上证50指数跟踪的实证分析,对比验证模型的跟踪表现。

1 问题描述

考虑时间点1,2,…,K 的某股票指数的数据。令xt1,xt2,…,xtp 表示股票在t时刻的收益率,对应的指数

收益率记为yt。此外,所有时间点的全部成分股收益率整合成矩阵X∈RT×p,对应的全部指数收益率整合成向

量Y∈RT。为了构建成分股收益率和对应指数收益率之间的关系,与很多文献类似,本文假设两者之间存在线

性关系,即满足:

Y=Xβ+ε, (1)
其中:ε=(ε1,ε2,…,εT)T 且ε为独立同分布于均值为0且方差为σ2 的随机噪声向量。β=(β1,β2,…,βp)T 且

β为每只股票的模型系数,模型系数绝对值越大则表明该只股票对指数的影响越大;反之,则表明影响越小。在

稀疏指数跟踪问题中,β的某些元素值会被严格估计为0,表明对应的成分股从模型中剔除;β剩余的非0元素对

应的成分股则为选入的代表性股票。
稀疏指数跟踪模型契合统计学中的正则化框架。令l(u)为某个损失函数,u∈R,pλ(β )表示具有变量选

择能力的罚项,则基于正则化框架的稀疏指数跟踪模型可以表达成:

β̂=arg
 

min
β ∑

T

t=1
l(yt-xT

tβ)+pλ(β ), (2)

其中:λ为选入的代表性股票的数目,λ>0,且为调节参数,控制系数β 的压缩程度。当λ 较大时,β 的元素更易

被压缩到0,选入的代表性股票数目越少;反之,选入的代表性股票数目越多。
注1 损失函数用来度量所建立的模型的累积跟踪误差。然而,文献中常用的最小二乘损失函数对异常值

非常敏感。目标函数的最小化会使得回归曲线被异常点吸引,从而使系数估计失效,导致跟踪模型表现变差。
注2 罚项是实现代表性成分股挑选的方式。例如,当采用普通的LASSO罚项时,股票之间的相关性和趋

同效应均未被考虑;而当采用GLASSO罚项时,可以按照趋同效应成组挑选代表性股票。
注3 稀疏指数跟踪即要求在式(1)的条件下,给定代表性股票的数目后,得到最优的成分股组合以及相应

的系数估计,并使得该组合建立的跟踪模型的跟踪误差尽可能小。这可以通过给定λ求解式(2)得到。
综上所述,考虑到金融数据中常常存在异常值和股票之间趋势的相关性,如何设计对异常数据鲁棒的损失

函数,并以此结合可以利用趋同效应的罚项建立高精度的鲁棒稀疏指数跟踪模型,具有迫切的现实需求。

2 RBS-GLASSO模型

2.1 RBS损失函数

为了有效削弱异常值的影响,设计一个新型的非凸RBS损失函数lR(u),定义如下:
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lR(u)=
a(1-(bu+1)exp(-bu)),u>0;

a(1-(-bu+1)exp(bu)),u≤0。 (3)

其中:a,b>0为损失函数的调节参数,控制函数的上界和形状。下面对RBS损失函数的性质进行简单论证。
根据式(3),可以推出RBS损失函数的一阶导数为:

�lR(u)=
ab2uexp(-bu),u>0;

ab2uexp(bu),u≤0。 (4)

不难看出lim
u→0+

�lR(u)=lim
u→0-

�lR(u)=0。因此,可以进一步推出RBS损失函数在-∞<u<+∞处光滑。

根据式(3)可知lR(u)为偶函数,又由式(4)可知u≥0时�l(u)≥0,则u≥0时lR(u)单调递增。由此可以

推出sup
 

lR(u)=lim
u→+∞

lR(u)=a,即RBS损失函数有界,这也是a 为上界参数的原因。

图1展示了最小二乘损失函数和不同参数下RBS损失函数的形状对比。根据图1a所示,最小二乘损失函

数无上界。当数据存在异常值时,和模型预测值的偏差往往较大,最小二乘损失的平方度量会进一步放大偏差。
然而,模型的最小化会使回归曲线偏向异常数据以减小偏差,导致估计失效,最终使得到的跟踪模型预测表现不

佳。根据图1b和图1c所示,本文所提出的非凸RBS损失函数处处光滑且有上界。虽然异常数据和模型预测值

之间的偏差较大,但是RBS损失传递到模型中的实际偏差有限,根据上述分析,这个值不会超过a。换言之,

RBS损失函数可以有效削弱异常值对系数求解的扰动效应,增强模型的鲁棒性,从而提高模型在含有异常数据

情形下的指数跟踪表现。

a 最小二乘损失 b b=4时RBS损失

c a=2时RBS损失

图1 最小二乘损失和不同参数下RBS损失的形状示意图

Fig.1 Schematic
 

illustration
 

of
 

the
 

shapes
 

of
 

least
 

squares
 

loss
 

and
 

RBS
 

loss
 

under
 

different
 

parameters

2.2 RBS-GLASSO
 

考虑到股票之间走势的趋同效应,按照趋同效应将股票划分成不重叠的M 个组,其中第m 组的成分股的下

标集合记为Gm,对应的基数记为gm 且满足g1+g2+…+gM=p,对应的成分股收益数据矩阵记为XGm ∈
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R
T×gm,对应的模型系数向量记为βGm∈R

gm,m=1,2,…,M。
基于上述符号,定义GLASSO罚项如下:

 

pλ
(β )=λ∑

M

m=1
gm βGm 2, (5)

其中:· 2 表示向量的2范数,即各元素平方和的平方根。注意到,当每组只有一个成分股时,GLASSO退化

成普通的LASSO罚项,即λ∑
p

j=1
βj 。 换言之,GLASSO可以看成普通LASSO的推广形式。

注4 与LASSO不同,当调节参数λ的值时,同组系数将被估计同时为0或同时不为0,实现成组选择。
结合所提出的非凸RBS损失函数式(3)和GLASSO罚项式(5),提出同时考虑趋同效应和能够削弱异常值

影响的鲁棒稀疏指数跟踪模型,目标函数定义如下:

β̂=arg
 

min
β ∑

T

t=1
lR(yt-xT

tβ)+λ∑
M

m=1
gm βGm 2=

arg
 

min
β ∑

T

t=1
lR yt-∑

M

m=1
xT

tGmβGm  +λ∑
M

m=1
gm βGm 2, (6)

其中:xtGm∈R
gm 表示Gm 组的成分股在t时刻的收益数据向量,即XGm

的第t行数据。
根据式(6)可知,提出的RBS损失函数降低了异常数据的干扰,GLASSO罚项则根据趋同效应分组进行代

表性股票的选择。总之,RBS-GLASSO可以考虑趋同效应处理含有异常数据的稀疏指数跟踪问题。

3 求解算法

根据式(6)可知,RBS-GLASSO模型的目标函数非凸且非光滑,这给求解增加了很大难度。对此,受到Ochs
等人[17]工作的启发,本文设计了带惯性因子的近邻梯度下降算法来求解RBS-GLASSO问题式(6)。

首先,令第k-1步和第k步的系数估计的结果分别为β̂
(k-1)和β̂

(k),则本文设计的带惯性因子的近邻梯度下

降算法的迭代公式如下:

β̂
(k+1)=proxα1 β̂

(k)+α1∑
T

t=1

�lR(yt-xT
tβ̂

(k))·xt+α2(β̂
(k)-β̂

(k-1))  , (7)

其中:α2∈[0,1),α1<
2(1-α2)

L
是算法的参数,L 是式(6)目标函数中的损失部分∑

T

t=1
lR(yt -xT

tβ)关于β 求偏

导结果的Lipschitz常数,将在后文给出具体的求解方法。
注意更新式(7)中α1 对应的部分来源于梯度下降思想;α2 对应的部分则为惯性因子,它可以调节算法收敛

的稳定性。此外,proxα(·)为近邻算子,定义如下:

proxα1
(β̂)=arg

 

min
β∈Rp

1
2 β-β̂ 2+α1λ∑

M

m=1
gm βGm 2。 (8)

由此不难看出,该算法先在上一步解的基础上,利用目标函数光滑部分的梯度信息进行更新,再增加惯性因

子提高当前解稳定性。此时的解只是沿着目标函数光滑部分的下降方向探寻,并不能保证让非光滑部分也同时

下降。为此,算法在此基础上使用近邻算子处理非光滑部分,得到最终更新解,使得能同时让光滑部分和非光滑

部分的函数值下降。这里的光滑部分并未要求凸函数,对非凸光滑函数仍适用。
注意,近邻算子式有显示解。事实上,式(8)可以对优化变量分组进行求解。考虑第m 组,则有:

arg
 

min
βGm

∈R
gm

1
2 βGm-β̂Gm

2+α1λ gm βGm 2。

上式目标函数对βGm
进行求导,可得:

βGm-β̂Gm+α1λ gmsm=0,

其中:sm∈R
gm 是 βGm 2 关于βGm

的次微分。当βGm=0时,满足 sm 2∈[0,1];当βGm
≠0时,满足:

sm=
βGm

βGm 2
。
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由此可以推出βGm
被估计为0的条件:

β̂Gm 2≤α1λ gm 。
相应地,当βGm

不为0时,估计值为:

βGm= 1-
λα1 gm

β̂Gm 2  β̂Gm
。

由此可得,近邻算子式的显示解为:

β̂= 1-
λα1 g1

β̂G1 2  +β̂G1
,1-

λα1 g2

β̂G2 2  +β̂G2
,…,1-

λα1 gM

β̂GM 2  +β̂GM  , (9)

其中:(·)+=max(·,0)。

下面给出Lipschitz常数L 的计算方式。理论上要求计算∑
T

t=1
lR(yt -xT

tβ)关于β一阶导函数的Lipschitz

常数。实际发现,直接使用∑
T

t=1
lR(yt-xT

tβ)的Lipschitz常数算法表现更好。这里延用这一做法。由于RBS损

失函数lR(u)为偶函数,现对u≥0的部分进行分析。根据式(4),可以推出的二阶导数为:
�2lR(u)=ab2exp(-bu)(1-bu),u≥0。

当u=1/b时,�lR(u)取得最大值,为max(�lR(u))=ab/e。这样,基于Cauchy-Schwarz不等式,可以得

到L 的求解方式为:

L=
ab
e∑

T

t=1
xt 2。 (10)

综上所述,基于惯性因子的近邻梯度下降的RBS-GLASSO求解算法如算法1所示。
算法1 求解RBS-GLASSO的惯性因子的近邻梯度下降算法

输入:训练数据和模型的参数λ,a,b和趋同效应的分组信息。初始化β
(0)=β

(1)=0。根据式(10)计算L,给

定α2∈[0,1),且给定α1 满足α1<
2(1-α2)

L
。

输出:RBS-GLASSO模型的最优解。

1 当(算法未收敛)时,

2   根据式(7)和式(9)更新得到β̂
(k+1)。

3 结束循环。

4 返回:模型式(6)最优解。

4 数值分析

4.1 实验设置

本节进行了大量的模拟实验来测试所提RBS-GLASSO的鲁棒性、趋同效应和预测表现。为了客观展示模

型的性能,将RBS-GLASSO模型与几个流行的指数跟踪方法进行对比,分别是LASSO 模型、ENet模型和

SCAD模型。用于对比的3个模型可以使用R软件中的glmnet程序包和ncvreg程序包进行训练求解。对于所

提RBS-GLASSO模型,不做特别说明的情况下,考虑如下参数调优范围:a∈{0.5,1,1.5,2},b∈{0.5,1,2,5};

λ则根据数据特点进行对应的设置。为了有效寻找到最优参数,本文采用K折交叉验证的策略。
为了量化衡量对比模型的性能,本文考虑均方根误差:

eRMSE=
1
T∑

T

t=1

(yt-ŷt)2,

以及反映模型正确选择重要变量能力的指标和正确识别冗余变量的指标,分别为rTPR 和rTNR,即:

rTPR=
#{j:β̂j≠0且j∈ }

#{j:j∈ } ,rTNR=
#{j:β̂j=0且j∈Sc}

#{j:j∈ c}
,

其中: 表示重要变量的全部下标集合, c={1,2,…,p}\ 表示冗余变量的全部下标集合。
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4.2 实验结果

案例1 本例主要测试RBS-GLASSO模型成组选择变量的能力以及鲁棒性。
首先,从均值向量为0且协方差阵主对角元为1、其余元素为0.3的多元正态分布中生成n×p 的数据矩阵

X,这里取n=100,p=6。进一步,考虑系数向量β=(1,1,1|0,0,0),即前3个元素为1组、后3个元素为1组,
共2组效应。响应变量根据如下方式生成:

Y=Xβ+2+ε,
其中:ε是独立同分布于标准正态分布的噪声。为了测试模型鲁棒性,随机选择一定比例的数据,将响应变量的

值随机变成5或-5,人为添加异常数据。本例考虑异常比例为0.15,0.25和0.35的3种情形。
图2和图3分别展示了不同异常数据比例下LASSO模型和RBS-GLASSO模型的系数估计随正则化参数

λ变化的路径图,其中λ 的取值范围为{2-8,2-7,…,27,28}。以图2a为例,从中可以看出,随着λ 增大,系数被

逐渐压缩到0。特别地,虽然系数被分成2组,但是LASSO在估计系数时完全忽视了组效应,即同一组的系数

没有同时为0或同时不为0,都是单独变化。反观图2a,对于RBS-GLASSO,在同一组的系数具有相近的估计结

果,即同时为0或者同时不为0。这就证明按照趋同效应将股票进行分组后采用GLASSO惩罚,最终可以实现

按照趋同效应选择代表性股票。此外,当异常数据比例很高时,如35%,LASSO估计明显失效,很多系数在整个

估计路径中都严重偏离真实值。然而,从图3c中可以清楚看到,选择合适大小的正则化参数,能够得到与真实系

数较为接近的估计值。结果表明RBS-GLASSO既能实现按照趋同效应估计系数,即挑选股票,还能在异常数据

高污染的情形中得到更为满意的估计结果。

a 异常比为15%的估计路径图 b 异常比为25%的估计路径图

c 异常比为35%的估计路径图

  注:图中所有的调节参数均取对数值。下同。

图2 不同异常比例下LASSO模型系数估计路径图

Fig.2 Path
 

diagram
 

of
 

coefficient
 

estimation
 

for
 

the
 

LASSO
 

model
 

under
 

different
 

proportions
 

of
 

outliers
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a 异常比为15%的估计路径图 b 异常比为25%的估计路径图

c 异常比为35%的估计路径图

图3 不同异常比例下RBS-GLASSO模型系数估计路径图

Fig.3 Path
 

diagram
 

of
 

coefficient
 

estimation
 

for
 

the
 

RBS-GLASSO
 

model
 

under
 

different
 

proportions
 

of
 

outliers

案例2 本例进一步测试RBS-GLASSO在含异常值的数据中的估计表现。
对案例1数据的生成方式略作改变:系数变量的非0元素分为2组,均含有10个元素,第1组均为1,第2组

均为-1;0元素1组,共含有p-20个元素。其余生成条件不变。固定n=200,按照p=100,200,400,600,异
常数据比例分别为15%,25%和35%,对每种情形生成训练数据和200个预测数据。重复10次,结果见表1和

表2。
表1 不同情形下LASSO、Enet、SCAD和RBS-GLASSO的eRMSE 结果

Tab.1 The
 

results
 

of
 

eRMSE
 of

 

LASSO,
 

Enet,
 

SCAD,
 

and
 

RBS-GLASSO
 

under
 

different
 

cases

异常数据比例 变量个数 LASSO ENet SCAD RBS-GLASSO

100 3.688±0.327 3.683±0.389 3.859±0.332 1.161±0.040

15% 200 3.939±0.420 3.953±0.429 3.840±0.223 2.269±0.361

400 3.717±0.252 3.723±0.271 3.737±0.223 3.705±0.232

100 4.203±0.568 4.024±0.248 3.933±0.139 1.270±0.120

25% 200 3.999±0.397 4.167±0.305 4.029±0.387 3.549±0.534

400 3.803±0.151 3.813±0.151 3.844±0.176 3.609±0.155

100 4.158±0.256 4.137±0.251 4.122±0.272 1.349±0.130

35% 200 4.171±0.559 4.404±0.747 3.981±0.307 3.708±0.160

400 4.214±0.293 4.333±0.423 4.179±0.233 3.829±0.055

  注:加粗的数据表示最优值,下同。
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表2 不同情形下LASSO、Enet、SCAD和RBS-GLASSO的eTPR 与eTNR 结果

Tab.2 The
 

results
 

of
 

eTPR
 and

 

eTNR
 of

 

LASSO,
 

Enet,
 

SCAD,
 

and
 

RBS-GLASSO
 

under
 

different
 

cases

异常

数据

比例

变量

个数

LASSO ENet SCAD RBS-GLASSO

eTPR eTNR eTPR eTNR eTPR eTNR eTPR eTNR

100 0.280±0.2890.927±0.0940.370±0.2460.887±0.1010.220±0.2020.968±0.019 1±0 0.800±0.422

15% 200 0.220±0.1600.944±0.0590.240±0.1980.940±0.0800.140±0.0820.982±0.019 1±0 0

400 0.080±0.1300.992±0.0150.170±0.2220.979±0.0280.080±0.1300.992±0.013 1±0 1±0

100 0.120±0.2680.910±0.2010.140±0.2380.920±0.1590.040±0.0420.990±0.016 1±0 0.800±0.422

25% 200 0.060±0.1080.983±0.0230.070±0.1300.960±0.0710.010±0.0220.993±0.007 1±0 0.600±0.516

400 0.010±0.0220.997±0.0070.020±0.0270.995±0.0070.040±0.0220.995±0.009 1±0 1±0

100 0.050±0.1120.980±0.0450.010±0.022 1±0 0.030±0.0670.990±0.010 1±0 0.800±0.422

35% 200 0.050±0.1120.967±0.0420.130±0.1720.926±0.0690.030±0.0670.978±0.026 1±0 1±0

400 0.020±0.0270.989±0.0150.030±0.0450.975±0.0280.030±0.0450.991±0.0090.900±0.2110.800±0.422

根据表1的结果可知,当异常数据的比例固定式,随着维度的提高,LASSO、Enet和SCAD的eRMSE 没有特

别大的波动,而RBS-GLASSO的eRMSE 有明显的增加。这是因为RBS-GLASSO是非凸且非光滑优化,高维时

优化可能会不稳定。尽管如此,相同设定时,表1的结果表明RBS-GLASSO的eRMSE 在大部分情形都比其他

3种方法要小,这意味着RBS-GLASSO模型的预测精度更高。另一方面,当异常数据比例提高时,所有方法的

eRMSE 都增大。然而,RBS-GLASSO大都由于其他方法,进一步表现出优越性能。
表2展示了LASSO、ENet、SCAD和RBS-GLASSO的eTPR 和eTNR 结果。从表中可以看到,本文提出的

RBS-GLASSO模型在大多数情况下都能得到最高的eTPR。这表明,RBS-GLASSO的正确识别重要变量的能力

很强。LASSO、ENet和SCAD的eTNR 较高,稀疏能力更强。这是因为LASSO、ENet和SCAD对单个变量系数

进行惩罚,可以压缩更多的系数到0,使得最终的系数的0元素有更多的倾向。因此,这3种方法的eTNR 很高但

eTPR 较低。总之,RBS-GLASSO的综合稀疏能力更强,更能识别出正确的模型。

5 实证分析

为了测试所提出的RBS-GLASSO模型在真实金融场景中的表现,本文采用通达信股票软件搜集得到2025年

1月3日—6月30日期间,上证50指数及成分股的日线数据,共计115条交易日数据。将原始的股价与指数数

据转换为收益率,得到114条有效数据用于后续实证分析。进一步,将前70%的数据用来训练模型,后30%的数

据用来测试模型的跟踪表现。为了衡量模型的跟踪性能,可以使用跟踪误差作为核心评价指标,记为eT,具体定

义如下:

eT= ∑(et-e)2

T-1
,

其中:et 表示模型在t时刻的跟踪误差,e表示模型在t=1,2,…,T 时段的跟踪误差的均值。
在实际应用中,通常采用年化跟踪误差评估模型的年度风险水平,记为eAT,计算公式为:

eAT= 252·eT,
其中:252为股票市场的年均交易日数。

为基于股票的趋同效应对上证50指数的成分股进行分组,本文采用k-means算法基于训练集内50只成分

股票的收益率进行趋势聚类。k-means算法需预先给定聚类的组数,本文采用DB指标(Davies-Bouldin
 

index,

DBI)确定最优的组数:DBI可以衡量组之间的相似度,该值越大表明分组效果越差。根据文献结论[12,18],待聚类

的目标个数为p 时,最优的分组数目一般不超过[p],其中[·]为取整函数。本研究中,待聚类股票数p=50,
因此最优分组数上限为7组。图4展示了不同组数对应的DBI。从图中可以清楚看到,当组数为7时,DBI达到

最小且满足分组数上限约束。故后续分析按7组进行。
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图4 不同组数对应的DBI结果

Fig.4 The
 

results
 

of
 

DBI
 

under
 

different
 

number
 

of
 

groups

使用k-means算法将50只股票聚类成7组,每组分别含有5,5,6,7,8,9和10只股票。调节正则化参数后,
分别选择9只和14只代表性成分股建立跟踪模型。采用LASSO、ENet和SCAD选择相同数目的股票建立跟

踪模型。4种方法在测试集上的年化跟踪误差见表3。

表3 LASSO、ENet、SCAD和RBS-GLASSO在不同代表性股票下模型的测试集跟踪误差

Tab.3 Tracking
 

error
 

of
 

the
 

models
 

on
 

test
 

sets
 

for
 

LASSO,
 

ENet,
 

SCAD,
 

and
 

RBS-GLASSO
 

across
 

different
 

representative
 

stocks

选入的股票数目 LASSO ENet SCAD RBS-GLASSO

9 0.045
 

2 0.063
 

0 0.102
 

0 0.044
 

2

14 0.044
 

1 0.050
 

5 0.096
 

3 0.043
 

8

从表3可以看出,选入的代表性股票数目越少,模型的跟踪误差越高。但在2种样本股数量设置下,本文提

出的RBS-GLASSO模型的年化跟踪误差均为最小,表明同时考虑趋同效应和鲁棒性的建模方式,能够有效提高

稀疏指数跟踪模型的预测效果。为直观展示RBS-GLASSO的趋同效应,以9只股票的模型为例,绘制所选股票

的股价走势图(图5)。图中虚线左侧为训练数据,右侧为测试数据。股票的分组基于训练数据得到。从图中可

以清楚的看到,选入的9只股票的走势具有高度一致性,即趋同效应。

图5 RBS-GLASSO选入的9只股票的股价走势图

Fig.5 Stock
 

price
 

trend
 

of
 

9
 

stocks
 

selected
 

by
 

RBS-GLASSO

图6为基于RBS-GLASSO模型选择出的9只和14只代表性成分股建立的跟踪模型的指数预测走势图,其
中红色实线是真实指数,蓝色虚线表示模型的预测值,黑色虚线左侧是训练集的结果,右侧则是预测集的结果。
从图中可以清楚看到,无论是9只还是14只股票的模型,RBS-GLASSO的跟踪模型预测指数与真实指数走势

高度吻合,表明该模型在指数跟踪任务中具有优异的实际表现。
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a 选入9只股票的跟踪图 b 选入14只股票的跟踪图

图6 基于RBS-GLASSO的9只和14只代表性股票的跟踪模型的指数预测跟踪图

Fig.6 Index
 

forecasting
 

tracking
 

plots
 

for
 

the
 

tracking
 

models
 

of
 

nine
 

and
 

fourteen
 

representative
 

stocks
 

based
 

on
 

RBS-GLASSO

6 总结

本文针对金融市场中的稀疏指数跟踪问题,提出了考虑趋同效应的鲁棒RBS-GLASSO跟踪模型。首先,设
计了一种新型非凸光滑的RBS损失函数,有效削弱数据中异常点的干扰,增强模型的鲁棒性;其次,在考虑股票

价格走势趋同效应的前提下,利用GLASSO罚项对根据趋同效应聚类的股票系数分组进行惩罚,实现基于趋同

效应的代表性股票筛选。数值实验结果表明:相较于仅基于单个变量选择的LASSO、ENet和SCAD,当变量之

间存在趋同效应时,RBS-GLASSO 具有更高的估计精度。特别地,当数据被高比例异常值污染时,RBS-
GLASSO仍然能够得到满意的预测表现。针对上证50指数跟踪的实证分析显示,RBS-GLASSO表现出优异的

跟踪效果,与LASSO、ENet和SCAD相比,RBS-GLASSO能够有效筛选出趋同效应的股票,且eT 更低。
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Abstract:
 

Aiming
 

at
 

the
 

index
 

tracking
 

problem
 

in
 

financial
 

markets,
 

a
 

tracking
 

model
 

combining
 

a
 

novel
 

non-convex
 

RBS
 

(robust,
 

bounded
 

and
 

smooth)
 

loss
 

and
 

group
 

LASSO
 

(least
 

absolute
 

shrinkage
 

and
 

selection
 

operator)
 

penalty
 

is
 

proposed.
 

This
 

model
 

can
 

select
 

important
 

constituent
 

stocks
 

in
 

groups
 

based
 

on
 

the
 

convergence
 

effect
 

of
 

stock
 

volatility
 

trends
 

and
 

construct
 

a
 

tracking
 

model
 

for
 

the
 

target
 

index.
 

It
 

can
 

achieve
 

a
 

lower
 

tracking
 

error
 

even
 

in
 

the
 

presence
 

of
 

abnormal
 

data.
 

Firstly,
 

a
 

novel
 

non-convex
 

RBS
 

loss
 

function
 

is
 

proposed
 

to
 

eliminate
 

the
 

influence
 

of
 

outliers.
 

Secondly,
 

the
 

group
 

LASSO
 

penalty
 

is
 

introduced
 

to
 

group-penalize
 

stocks
 

with
 

exhibiting
 

volatile
 

trends
 

and
 

convergence
 

effects,
 

thereby
 

selecting
 

important
 

constituent
 

stocks
 

in
 

groups
 

based
 

on
 

the
 

convergence
 

effect.
 

Finally,
 

a
 

regularization
 

model
 

is
 

established
 

with
 

the
 

objective
 

of
 

minimizing
 

the
 

tracking
 

error,
 

and
 

the
 

model
 

is
 

optimized
 

and
 

solved
 

using
 

the
 

proximal
 

gradient
 

descent
 

algorithm
 

to
 

obtain
 

the
 

important
 

stocks
 

and
 

the
 

corresponding
 

tracking
 

models.
 

Through
 

extensive
 

numerical
 

experiments,
 

the
 

robustness
 

of
 

the
 

new
 

method
 

against
 

outliers
 

and
 

its
 

ability
 

to
 

select
 

variables
 

in
 

groups
 

are
 

demonstrated.
 

In
 

the
 

empirical
 

analysis
 

of
 

tracking
 

the
 

SSE
 

50
 

Index,
 

when
 

the
 

same
 

number
 

of
 

important
 

constituent
 

stocks
 

are
 

selected,
 

the
 

new
 

model
 

achieves
 

a
 

lower
 

tracking
 

error
 

compared
 

to
 

many
 

well-known
 

sparse
 

portfolio
 

methods,
 

indicating
 

its
 

superior
 

tracking
 

ability
 

and
 

predictive
 

performance.
Keywords:

 

index
 

tracking;
 

convergence
 

effect;
 

robustness;
 

group
 

selection;
 

non-convex
 

and
 

non-smooth
 

optimization
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