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摘要:农作物病害会严重威胁全球粮食安全,及时准确地识别病害是实现有效防控的前提。深度学习技术在病害识别领

域的应用发展迅速,但系统性综述相对有限。本文旨在全面梳理基于深度学习的农作物病害识别研究进展,为相关领域

的深入研究提供参考。系统回顾了基于深度学习的农作物病害识别研究相关成果,介绍了基本原理与评价指标,总结了

常用数据集与预处理方法,从图像分类、目标检测和图像分割这3个方面详细梳理了相关工作,分析了当前面临的挑战并

展望了未来研究方向。在图像分类方面,卷积神经网络与Transformer架构已被广泛应用于病害识别,通过引入注意力

机制、多尺度特征融合及迁移学习等策略,缓解了复杂背景干扰与细粒度病害混淆问题。在目标检测方面,双阶段与单阶

段算法围绕候选区域定位和边界框预测,实现了病斑位置与类别的同时判定,基于Transformer的检测方法进一步加强

了复杂背景与密集遮挡条件下的全局关系建模。在图像分割方面,UNet和DeepLab系列方法确立了分割基础框架,

Transformer与混合架构改善了不规则病斑图像的分割效果。轻量化网络设计降低了计算资源消耗,为移动端部署创造

了条件。深度学习技术在农作物病害识别领域已取得显著进展,但在跨场景泛化和实时性等方面仍面临挑战。未来可从

提升泛化能力、轻量化设计、多模态融合及应用转化等方向深化,推动技术实用化。
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农作物病害是指农作物在生长发育过程中受到生物或非生物因素影响而引起的一类异常生理状态,通常表

现为叶片变色、出现斑点、枯萎等症状,会严重影响农作物的正常生长,进而导致产量和品质下降,最终造成严重

的经济损失[1-2]。联合国粮食及农业组织的统计数据显示,全球每年因病害造成的农作物产量损失超过30%,经
济损失更是高达2

 

200亿美元[3]。在中国,农作物病害防控形势同样严峻。根据全国农业技术推广服务中心在

2025年的预测,当年主要粮食作物重大病害将达1.68亿公顷次,较2024年增加6.2%[4],这就对国家粮食安全

保障提出了更高要求。
及时准确地识别病害是实现有效防控的前提。病害发生早期往往症状隐蔽,不易察觉;而当病斑明显、易于

辨认时,通常已进入快速扩散阶段,此时防治难度明显增加且效果有限[5]。因此,早期精准识别病害能够为及时

诊断与科学防治提供依据,从而有效降低农作物的产量损失风险[6]。随着精准农业的发展,病害智能识别技术

的应用对推进农业现代化、保障国家粮食安全具有重要意义[7]。发展快速、准确的病害智能识别技术,已成为提

升病害防控效率、促进农业可持续发展的关键环节。
传统的农作物病害识别主要依赖人工目视诊断和实验室检测。人工目视诊断方法虽然直观,但存在效率

低、主观性强、依赖专家经验等局限,难以满足大规模生产的实时监测需求[8]。实验室检测方法(如显微镜检查、
酶联免疫吸附测定和聚合酶链式反应等)虽然准确度高,但需要耗时采集样本,且检查的准确性依赖于实验室设

备好坏和专业人员水平高低,所以检测周期较长、成本较高,难以实现田间大规模快速筛查[9]。基于数字图像处

理和传统机器学习的自动识别方法在一定程度上提高了识别效率,但这类方法依赖于手工设计的特征表示(如
颜色特征、纹理特征和形状特征等),在面对复杂多变的田间环境和相似病害症状时,往往难以准确捕捉病害的

判别性特征,识别准确率较低,泛化能力有限,难以满足实际生产应用的需求[10]。
随着计算机视觉技术的快速发展,深度学习方法为农作物病害的自动化识别提供了新的解决方案[11]。与传
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统方法相比,以卷积神经网络(convolutional
 

neural
 

network,CNN)[12]为代表的深度学习方法能够通过端到端

的学习方式,自动从原始图像中学习多层次、多尺度的特征表示,有效捕捉病害的复杂模式,并明显提升了识别

精度和鲁棒性[13]。针对不同的识别粒度和应用需求,相关研究主要涵盖了图像分类、目标检测和图像分割3类

核心任务,分别实现了从整体诊断到精准定位再到像素级精细分析的不同层次识别目标,为农作物病害的智能

诊断提供了多样化的技术路径[14]。
尽管关于该领域的研究发展迅速,但系统性的综述分析仍相对有限,全面梳理和总结现有研究成果对于把

握领域发展脉络、揭示研究热点与前沿趋势具有重要意义。基于此,本文系统综述了基于深度学习的农作物病

害识别研究进展,首先介绍深度学习病害识别的基本原理与评价指标,然后总结领域内常用的公共数据集,继而

分别从图像分类、目标检测和图像分割3个方面详细回顾相关研究工作,最后分析当前面临的挑战并对未来研

究方向进行展望,以期为该领域的深入研究提供参考。

1 基本原理

基于深度学习的农作物病害识别通常遵循数据驱动的端到端学习范式,核心流程包括数据集构建、数据预

处理、模型设计、模型训练和模型评估等环节[15],如图1所示。

图1 基于深度学习的农作物病害识别核心流程

Fig.1 Core
 

workflow
 

of
 

crop
 

disease
 

recognition
 

based
 

on
 

deep
 

learning

具体而言,深度学习模型的训练首先需要构建包含病害图像及标注信息的数据集。原始图像通常需要经过

归一化处理以加速模型收敛,并通过数据增强等操作来提高模型的泛化能力。在模型训练阶段,通过反向传播

算法和基于梯度的优化方法不断更新参数,使损失函数逐步收敛,从而学习到用于病害识别的判别性特征表示。
训练完成后,在独立的测试集上评估模型性能。

关于农作物病害识别的研究主要涵盖了图像分类、目标检测和图像分割3类核心任务,尽管这3类任务的

识别目标存在差异,但均遵循上述数据驱动的基本流程,主要区别体现在模型架构设计以及评价指标体系等方面。

1.1 任务定义

1.1.1 图像分类

图像分类任务是指对输入图像赋予预定义类别标签的过程。在农作物病害识别中,该任务旨在判定病害图

像的具体类别。形式上,给定一幅农作物病害图像I,I∈RH×W×3,其中 H 和W 分别表示图像的高度和宽度。
模型需要预测此图像所属类别,即y∈C,类别集合C 由N 个预定义类别组成,且C={c1,c2,…,cN},通常包括

健康类别以及若干种病害类别。模型输出为类别概率分布向量,即p=[p1,p2,…,pN],其中pi 表示图像属于

类别ci 的预测概率,满足∑
N

i=1
pi=1,最终预测类别y 取概率最大的类别,即y=arg

 

max
ci∈C

 pi。该任务将整幅图像

作为分析单元,侧重于判断农作物整体的健康状况及病害类型,适用于农作物病害的初步筛查和整体诊断场景。

1.1.2 目标检测

目标检测任务是在图像分类的基础上进一步要求对感兴趣目标的空间位置进行精确定位。在农作物病害

识别中,该任务不仅需要识别图像中存在的病害类别,还需要确定每个病斑区域在图像中的具体位置。形式上,
给定输入图像I,I∈RH×W×3,模型需要输出一组检测结果B={b1,b2,…,bM},其中 M 为检测到的目标数量。
每个检测框bj 包含3个要素,bj=(bboxj ,cj,sj):边界框bboxj =(xj,yj,wj,hj)表示第j个病斑区域的空间位置,
其中xj,yj 取自框的中心坐标(xj,yj),wj,hj 分别为框的宽度和高度;类别标签cj 表示该区域的病害类型,cj∈
C;置信度分数sj 表示模型对该检测结果的确信程度,sj∈[0,1]。目标检测任务通过同时输出位置和类别信息,
能够实现对图像中多个病斑的精确识别与定位,适用于需要统计病斑数量、分析病害分布等精细化诊断场景。
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1.1.3 图像分割

图像分割任务是在像素级别上对图像进行语义理解,旨在为每个像素分配具体的类别标签。在农作物病害

识别中,该任务需要精确勾勒出病斑区域的边界轮廓,实现对病害区域的逐像素标注。形式上,给定输入图像I,

I∈RH×W×3,模型需要输出预测的分割图S,S∈{0,1,…,N}H×W。分割图中每个位置的值Sh,w 表示该位置像

素的类别标签,h∈{1,…,H},w∈{1,…,W};标签值0通常表示背景类别,{1,…,N}表示 N 种病害类别。该

任务将图像划分为若干个语义一致的区域,每个区域对应特定的病害类型或健康组织。与目标检测仅提供矩形

框粗略定位相比,图像分割能够获得病斑的精确形状、面积和边界信息,适用于病害严重程度评估、病斑面积量

化以及病害发展趋势分析等需要精细形态信息的应用场景。

1.2 评价指标

不同任务的性能评估侧重点有所差异。图像分类任务以准确率(accuracy)、精确率(precision)、召回率

(recall)和F1分数(F1-score)等指标评估分类性能;目标检测任务需兼顾定位精度与分类准确性,常用交并比

(intersection
 

over
 

union)、平均精度均值(mean
 

average
 

precision)等指标;图像分割任务则侧重像素级评估,主
要采用像素准确率(pixel

 

accuracy)、Dice系数(Dice
 

coefficient)等指标。表1归纳了3类任务常用的评价指标

及计算方法。

表1 3类任务常用的评价指标

Tab.1 Common
 

evaluation
 

metrics
 

for
 

the
 

three
 

types
 

of
 

tasks

评价指标 常用缩写 符号 计算公式 适用任务 说明

准确率 Acc xAcc
NTP+NTN

NTP+NTN+NFP+NFN
分类、检测 正确预测占总样本的比例

精确率 P P
NTP

NTP+NFP
分类、检测、分割 预测为正类中实际为正类的比例

召回率 R R
NTP

NTP+NFN
分类、检测、分割 实际正类中被正确预测的比例

F1分数 F1 F1 2×P×R
P+R

分类、检测、分割 精确率和召回率的调和平均

交并比 IoU J
NTP

NTP+NFP+NFN
检测、分割 预测区域与真实区域的重叠程度

平均交并比 mIoU 􀭺J
1
N∑

N

i=0
Ji 分割 各类别IoU的平均值

平均精度 AP A ∫
1

0
P(R)dR 检测 精确率-召回率曲线下面积

平均精度均值 mAP 􀭿A
1
N∑

N

i=0
Ai 检测 多类别AP的平均值

像素准确率 PA apix

∑
N

i=0
pi,i

∑
N

i=1
∑
N

j=0
pi,j

分割 正确分类像素占总像素的比例

平均像素准确率 mPA apix

1
N +1∑

N

i=0

pi,i

∑
N

j=0
pi,j

分割 各类别像素准确率的平均值

Dice系数 Dice D
2×NTP

2×NTP+NFP+NFN
分割 预测与真实的重叠相似度

  注:NTP,NTN,NFP,NFN 分别表示真正例、真负例、假正例、假负例;pi,j 表示真实类别为i,被预测为类别j的像素数;N 表示

病害类别数。对于图像分类任务,指标基于样本级别计算;对于目标检测任务,通常以J≥0.5为阈值来判定检测正确性;对于图像

分割任务,指标在像素级别计算。
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2 数据集与数据预处理

2.1 数据集

高质量、多样化的数据集是农作物病害识别研究的基础[16]。目前,该领域公开数据集根据任务类型和标注

方式主要分为3类。图像分类数据集提供图像级的病害类别标签,其中PlantVillage[17]是应用最广泛的基准数

据集,包含多种农作物的健康与病害样本;Plant
 

Pathology
 

2020则聚焦于真实田间场景,提供了包含复杂背景及

多病害混合的高质量图像,常被用于评估模型在自然环境下的识别能力。目标检测数据集包含病害目标的边界

框标注,其中PlantDoc和FieldPlant这2个数据集均来自真实田间拍摄,前者涵盖多种农作物和病害类型,后者

针对特定农作物提供了更精细的标注。图像分割数据集包含像素级的精细掩码标注,其中PlantSeg适用于评估

模型的精细分割能力;Leaf
 

Disease
 

Segmentation则聚焦于病害区域图像的二分类分割,适用于评估模型对病变

区域的识别能力。表2列出了上述常用的农作物病害图像识别数据集的详细信息。

表2 常用农作物病害图像识别数据集详细信息

Tab.2 Detailed
 

information
 

of
 

commonly
 

used
 

datasets
 

for
 

crop
 

disease
 

recognition

数据集名称 任务类型 图像数量/张 病害类别数 图像来源

PlantVillage 分类 54
 

303 38 实验室拍摄

Plant
 

Pathology
 

2020 分类 3
 

642 4 田间拍摄

PlantDoc 检测 2
 

598 27 网络收集

FieldPlant 检测 5
 

170 27 田间拍摄

PlantSeg 分割 11
 

400 115 网络收集

Leaf
 

Disease
 

Segmentation 分割 588 2 田间拍摄

2.2 数据预处理

农作物病害图像在采集过程中受设备、环境等因素影响,存在尺寸不统一、数值范围有差异以及样本数量有

限等问题,往往难以直接用于模型训练[18]。数据预处理则通过标准化输入格式、扩充样本多样性等方式来弥补

这些不足,主要包括基础图像标准化和数据增强这2类技术。
基础图像标准化包括统一图像尺寸和数值归一化。尺寸统一确保批量数据能够输入神经网络,通常将图像

调整为224×224或256×256等固定尺寸。归一化处理将像素值映射到统一的数值范围以加速模型收敛,常用

方法包括将像素值缩放至[0,1]区间或进行零均值标准化。数据增强技术通过对原始图像施加变换生成新样

本,以此扩充训练集并提高模型鲁棒性。其中:几何变换包括随机旋转、水平/垂直翻转、缩放和裁剪等操作,模
拟不同拍摄角度和距离;颜色变换通过调整亮度、对比度和饱和度,模拟不同光照条件。在此基础上,引入随机

噪声注入和图像模糊技术可有效增强模型对成像质量下降的抗干扰能力[19]。近些年来,被广泛应用的随机擦

除、混合增强(Mixup)及剪切混合增强(CutMix)等图像混合策略,则通过模拟局部遮挡或融合多样本特征,进一

步提升了模型在复杂田间场景下的泛化表现[20]。图2为常用数据增强方法的示例。

3 基于图像分类的农作物病害识别研究进展

准确判别病害类型是实现科学防治的前提。图像分类方法将病害图像映射为预定义的类别标签,实现对病

害种类的自动识别。基于图像分类的农作物病害识别主要采用CNN和视觉Transformer(vision
 

transformer,

ViT)[21-22]2类模型,通过自动学习图像的特征表示,捕获病害的颜色、形状、纹理等判别性信息,从而实现对病害

类型的准确识别。本节将从经典网络架构应用、复杂场景优化和轻量化部署3个方面对图像分类方法在农作物

病害识别中的研究进展进行系统梳理。

3.1 经典网络架构在农作物病害分类中的应用

在农作物病害识别研究的初期,工作主要集中于验证经典网络架构在病害分类任务中的有效性。研究者广

泛采用VGGNet[23]、ResNet[24]和ViT等在通用视觉识别任务中已被验证有效的架构,在病害图像数据集上进

行训练和评估,建立了该领域的性能基准。这些早期研究不仅验证了深度神经网络对病害图像特征学习的有效
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性,也为后续的模型优化和改进奠定了基础。

a 原图 b 随机旋转
 

c 亮度调整

d 随机噪声注入 e 随机擦除 f 混合增强

图2 常用数据增强方法的示例

Fig.2 Examples
 

of
 

common
 

data
 

augmentation
 

methods

作为CNN的早期代表,AlexNet被成功应用于特定农作物的病害识别研究,验证了深度学习方法的可行

性[25]。Kawasaki等人[26]构建了一个黄瓜叶片病害图像数据集,利用AlexNet架构对黄瓜的2种常见病害及健

康叶片进行分类,在不需要复杂预处理的情况下,模型的识别准确率达到了94.90%,证明了CNN在农作物病害

特征提取上的潜力。随着网络深度的增加,VGGNet因具有规整的结构而被应用于多种农作物的病害特征提

取。Rangarajan等人[27]采用VGG16模型对番茄的6种病害和1种健康叶片进行分类实验。在包含13
 

262张

图像的数据集上,VGG16模型成功提取了病斑的关键纹理特征,最终在测试集上达到了97.29%的分类精度。

ResNet的出现解决了深层网络的退化问题,迅速成为病害识别领域的主流基准模型。Upadhyay等人[28]将

ResNet-50架构应用于水稻叶片病害的分类研究,针对水稻褐斑病、叶黑粉病及白叶枯病这3种常见病害进行训

练。实验结果显示,凭借残差连接带来的深层特征提取能力,该模型在公开数据集上的识别准确率达到了

99.70%,有效证明了深层网络在区分相似病理特征方面的优越性。DenseNet通过密集连接机制改变了特征传

递的方式,也被广泛应用于农业场景[29]。Waheed等人[30]在玉米叶片病害识别研究中采用了DenseNet-121架

构。该研究针对玉米的3种常见病害进行分类,所采用的DenseNet模型在保证较高参数利用率的同时,达到了

98.06%的识别准确率,验证了密集连接结构在病害特征复用方面的有效性。EfficientNet系列模型通过复合缩

放策略优化了网络性能,在多类病害识别中表现优异[31]。Atila等人[32]系统评估了EfficientNet架构在PlantVillage
数据集上的表现,该数据集涵盖了番茄、马铃薯等14种农作物的55类病害及健康图像。实验结果表明,

EfficientNet-B5模型在未进行复杂调优的情况下,能有效捕捉多种农作物的细微病斑特征,且在测试集中识别

准确率高达99.91%,证明了该架构在处理大规模多类别农作物数据时的卓越性能。作为纯CNN的最新代表,

ConvNeXt架构近些年来也开始被应用于病害识别任务[33]。Li等人[34]将ConvNeXt模型引入玉米病害分类中,
在包含3类玉米病害和健康样本图像的数据集上进行了测试。实验表明,ConvNeXt凭借卷积的强大特征提取

能力有效地捕捉到叶片的病理特征,在测试集上取得了98.81%的准确率。
除了经典的CNN架构,ViT及它的变体作为计算机视觉领域的另一类重要范式,近些年来也开始在农作物

病害分类中展现出独特的应用价值。与CNN侧重于局部特征提取的归纳偏置不同,ViT架构引入了自注意力

(self-attention)机制,能够从图像的全局视角直接建模像素间的长距离依赖关系,为病害特征的解析提供了全新
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的维度。ViT是将Transformer架构直接应用于图像识别的代表性工作。Abbas等人[35]探讨了ViT在番茄叶

片病害分类中的表现,在包含10类番茄病害及健康样本图像的数据集上,ViT模型凭借对叶片整体形态与病斑

分布的全局感知能力,实现了97.11%的准确率,表明在数据量充足时,全局语义建模能有效辅助病害的精准判

定。为了进一步融合局部与全局特征,Swin
 

Transformer采用了层级式构建和移位窗口(shifted
 

window)机
制[36]。这种设计既保留了Transformer的全局视野,又具备了类似CNN的多尺度特征提取能力。Demir等

人[37]将Swin
 

Transformer应用于农作物病害的自动化诊断研究,针对PlantVillage数据集中的多种农作物病害

进行了广泛测试。实验结果表明,该模型能够有效建立病斑特征与多层次上下文信息的语义关联,在复杂类别

下的分类准确率达到了99.20%,验证了层级Transformer架构在精细化农业视觉识别中的适用性与高效性。
针对Transformer模型训练对数据规模的依赖,Data-efficient

 

Image
 

Transformers(DeiT)给出了一种基于知识

蒸馏的训练策略,使得该模型在农业小样本数据上也能高效收敛[38]。Sun等人[39]在番茄病害图像识别研究中

采用了DeiT架构,针对番茄早疫病、晚疫病及黄化曲叶病毒病等常见病害进行了分类实验。面对病斑特征相似

度高且训练样本有限的挑战,DeiT通过引入蒸馏令牌从教师网络中提取隐性知识,有效提升了模型的特征提取

效率与 泛 化 性 能,最 终 在 PlantVillage数 据 集 上 实 现 了 98.20% 的 识 别 准 确 率。此 外,Pyramid
 

Vision
 

Transformer(PVT)优化了特征图的生成方式,采用了金字塔结构以降低计算复杂度[40]。Chang等人[41]提出了

一种基于PVT架构的农作物病害识别方法,并在包含多种农作物病害图像的数据集上进行了验证。该研究利

用PVT特有的空间缩减注意力(spatial-reduction
 

attention)机制生成多分辨率特征图,有效平衡了计算成本与

细微病斑特征的保留,在测试集上的平均识别准确率达到了93.83%,证明了PVT架构在农业视觉任务中具有

兼顾高效性与高精度的潜力。
经典网络架构在不同农作物病害分类任务中的应用情况及性能表现总结见表3。

表3 经典网络架构在不同农作物病害分类任务中的应用情况及性能表现

Tab.3 Applications
 

and
 

performance
 

of
 

classical
 

architectures
 

across
 

multiple
 

crop
 

disease
 

classification
 

tasks

架构类型 参考文献 农作物 病害类型 网络架构 xAcc

CNN架构

[26] 黄瓜 花叶病毒病、褐斑病 AlexNet 94.90%

[27] 番茄
细菌性斑点病、早疫病、晚疫病、叶霉病、斑枯病、红蜘

蛛损伤、靶斑病、黄化曲叶病毒病、花叶病
VGGNet 97.29%

[28] 水稻 褐斑病、叶黑粉病、白叶枯病 ResNet 99.70%

[30] 玉米 灰斑病、普通锈病、北方叶枯病 DenseNet 98.06%

[32] 多农作物 涵盖番茄、苹果、葡萄等常见农作物病害 EfficientNe 99.91%

[34] 玉米 北方叶枯病、普通锈病、灰斑病 ConvNeXt 98.81%

Transformer
架构

[35] 番茄
细菌性斑点病、早疫病、晚疫病、叶霉病、斑枯病、红蜘

蛛损伤、靶斑病、黄化曲叶病毒病、花叶病
ViT 97.11%

[37] 多农作物 涵盖番茄、马铃薯等常见农作物病害 Swin
 

Transformer 99.20%

[39] 番茄 早疫病、晚疫病、黄化曲叶病毒病 DeiT 98.20%

[41] 多农作物 涵盖水稻、小麦、卷心菜和咖啡叶等常见农作物病害 PVT 93.83%

3.2 复杂场景下的分类性能优化

经典CNN架构与Transformer架构验证了深度学习在农作物病害特征提取中的有效性,为该领域的快速

发展提供了关键支撑。但在田间实际应用中,由于背景环境复杂、光照条件多变以及病害症状差异细微,直接应

用通用模型往往难以达到理想的识别效果[42]。为了适应真实场景的识别需求,相关研究主要聚焦于网络结构的

针对性优化设计与学习策略的改进,致力于增强模型对关键病理特征的捕捉能力,从而提升模型在复杂环境下

的鲁棒性与准确率。

3.2.1 网络结构的优化设计

网络结构的优化旨在通过引入特定的功能模块或调整连接方式,强化模型对病害判别性特征的提取能力,
同时抑制无关背景信息的干扰。针对田间图像背景复杂且病斑特征易被掩盖的问题,研究者通过引入注意力机
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制来实现对关键特征区域的自适应聚焦。Yang等人[43]通过优化特征通道的交互策略,构建了基于改进通道注

意力的aECAnet,在低计算成本下有效增强了模型对病害特征的响应能力。为了进一步挖掘多层次的病理信

息,PPLC-Net被设计用于在不同特征层级上进行动态加权,利用多级注意力机制抑制田间背景噪声,从而辅助

模型更精准地定位病害区域[44]。随着对识别精度要求的提升,双重注意力机制的应用展现出独特的优势。

Deng等人[45]提出的DAMSLNet集成了双重注意力模块,通过同时捕捉空间与通道维度的关键特征,强化了模

型对微小及多变病斑的感知能力,从而在复杂背景下实现了更高的识别准确率。
除注意力机制外,构建多尺度特征融合网络是解决病害发展不同阶段病斑尺寸差异巨大的核心策略。经典

的CNN常通过改进特征金字塔或多分支结构来整合不同感受野的信息。Lin等人[46]提出的CAMFFNet模型

引入多尺度特征融合模块,通过整合不同深度的特征图,有效减少了特征提取过程中的病害信息丢失,提升了模

型在复杂田间环境下的分类准确率。Luo等人[47]与Liu等人[48]也分别针对苹果和玉米病害,通过在不同深度的

特征图之间建立跨层连接或构建多分支结构,实现了对小病斑细节纹理与大病斑语义轮廓的同步捕捉,明显降

低了误判率。
随着计算机视觉技术的发展,多尺度融合策略逐渐向跨域结合与频域分析方向演进。Zeng等人[49]较早探

索了将self-attention引入CNN,并利用self-attention捕捉全局依赖的能力补充卷积的局部性。在此基础上,

Zhao等人[50]与Xu等人[51]进一步构建了混合网络架构,前者结合自注意力分支捕捉长距离依赖,后者则设计了

对称多尺度卷积Transformer网络,通过对称结构在多个尺度上交互的特征,实现了对复杂病害形态的精细化

捕捉。此外,Panchananam等人[52]引入小波变换技术,设计了 WaveletFusion模型,利用小波分解提取图像的多

尺度频域特征,为病害特征的精细化表达提供了新的维度。

3.2.2 学习策略与训练机制

除了模型结构的改进,优化训练策略与学习范式也是提升复杂场景下病害识别性能的关键路径。针对实验

室数据与田间数据分布不一致导致的域偏移问题,迁移学习与域适应技术被广泛采用。程超等人[53]针对苹果叶

部病害识别中的跨域挑战,提出了一种基于自监督域自适应的网络框架。该方法在特征对齐的基础上引入了自

监督辅助任务,通过挖掘目标域数据的内在结构信息,有效缓解了因环境差异导致的特征分布不匹配问题。为

了更精确地度量分布差异,Tunio等人[54]引入 Wasserstein距离进行对抗性域自适应训练,结合Transformer和

CNN,明显增强了模型在不同光照和背景条件下的鲁棒性。此外,Yang等人[55]面对田间样本稀缺的挑战,提出

了一种跨域小样本学习方法,通过构建元学习任务并在源域与目标域之间进行特征对齐,实现了在仅有极少量

田间参考样本条件下的高精度病害识别。
损失函数的优化设计则是解决农作物病害数据中类别不平衡及相似病害混淆的有效手段。Xu等人[56]在草

莓病害识别研究中引入焦点损失(focal
 

loss)替代传统交叉熵损失,通过动态降低易分样本权重,迫使模型关注

那些难以区分的病害特征,有效解决了正负样本比例失衡问题。为了进一步增强特征在特征空间中的判别力,

Zhu等人[57]针对相似病害特征易混淆的难题,提出了一种嵌入 Transformer的CNN模型,并引入中心损失

(center
 

loss)作为惩罚项优化训练过程。通过最小化类内特征距离并扩大类间差异,该策略有效提升了模型对

外观相似病害的区分能力,在PlantVillage数据集上达到了99.62%的识别准确率。
随着自监督学习的发展,对比学习(contrastive

 

learning)作为一种新兴范式,开始被用于提升病害特征的判

别。杨新宇等人[58]提出了一种基于对比学习的农作物叶片病害识别方法,通过构造大量正负样本对进行预训

练,引导模型在无标签数据中学习更具鲁棒性的特征表示,实验表明该策略能有效改善模型在复杂背景干扰下

的特征聚类效果,优于传统的监督学习方法。
近些年来针对不同复杂农业场景所提出的优化策略及优化效果的相关研究归纳见表4。

3.3 轻量化网络设计与移动端部署

农作物病害的自动化识别在实际应用中需要部署于移动设备或边缘计算平台,这类设备的算力与存储资源

受限,对模型的计算效率与参数规模提出了严格约束。为满足实时诊断与便携部署的需求,研究者主要通过网

络结构优化与模型压缩技术,构建兼具高识别精度与低计算开销的轻量化模型。
针对经典轻量化架构的优化是当前的主流研究方向。Zhu等人[59]在玉米病害识别任务中,提出了一种改进

的 MC-ShuffleNetV2模型,通过引入混合通道注意力机制并优化ShuffleNetV2的通道混洗操作,在保持极低参

数量的同时提升了特征提取的有效性。针对特定农作物特征的挖掘,黄铝文等人[60]构建了一种融合二维离散小
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波变换与 MobileNetV3的轻量级网络,利用小波变换在频域上的稀疏表示特性,有效降低了冗余信息的干扰,实
现了对茶叶病害的高效识别。

表4 针对不同复杂农业场景所提出的优化策略及优化效果

Tab.4 Optimization
 

strategies
 

and
 

their
 

effects
 

for
 

different
 

complex
 

agricultural
 

scenarios

面向场景 核心方法 参考文献 优化效果

复杂背景干扰

改进通道注意力 [43] 增强通道特征敏感度,降低背景噪声干扰

多级注意力机制 [44] 通过多层级动态加权实现病斑精准定位

双重注意力机制 [45] 强化空间与通道特征捕捉,提升微小病斑识别率

病斑尺寸差异大
多尺度特征融合 [46] 融合多深度特征,减少病害关键信息丢失

跨层连接与多分支 [47] 保留小病斑细节与大病斑语义,降低误判

病斑形态复杂

自注意力与卷积融合 [49] 补充卷积局部性不足,捕捉全局依赖

对称多尺度卷积Transformer [51] 多尺度特征交互,精细化捕捉复杂形态

小波变换融合 [52] 提取多尺度频域特征,增强决策透明度

跨域分布不一致
自监督域自适应 [53] 利用自监督信号辅助特征对齐,提升跨域鲁棒性

对抗性域自适应 [54] 精确度量分布差异,增强复杂条件鲁棒性

田间样本稀缺 跨域小样本学习 [55] 通过元学习与特征对齐实现少样本高精度识别

类别不平衡 Focal
 

Loss [56] 增加难分样本权重,缓解正负样本失衡问题

相似病害混淆 Center
 

Loss [57] 最小化类内距离,增强特征空间的判别紧凑性

特征判别力不足 对比学习 [58] 利用无标签数据增强特征在复杂背景下的聚类能力

除了对现有架构的微调,在探索新型轻量化设计范式方面也取得了进展。Feng等人[61]提出了一种各向同

性轻量化CNN,摒弃了复杂的下采样与多分支结构,仅通过堆叠简单的各向同性模块便实现了优异的性能,极
大地降低了模型部署的工程难度。Pal等人[62]则进一步关注了轻量化模型的可信度,设计了一种兼具高效性与

可解释性的CNN模型,在实现快速病害诊断的同时,利用类激活映射技术可视化病斑关注区域,为移动端应用

提供了直观的决策依据。
在模型压缩方面,知识蒸馏技术成为进一步缩减模型体积的关键手段。Zhang等人[63]提出了一种融合张量

特征与知识蒸馏的病害识别方法,通过构建高性能的教师网络引导轻量级学生进行网络训练,使小模型能够模

仿大模型的特征分布。实验表明,该策略在大幅减少模型参数与计算开销的情况下,依然保持了与大型网络相

当的识别精度,为资源受限场景下的病害智能诊断提供了高效的解决方案。

3.4 小结与对比

总体来看,基于图像分类的农作物病害识别研究经历了从经典网络架构应用到复杂田间场景优化,再到轻

量化部署探索的发展过程。经典模型为病害分类提供了较稳定的特征提取基础,在公开数据集上取得了较高识

别精度,但对复杂背景、光照变化和相似病害细粒度差异的适应性仍有限。围绕真实田间环境开展的注意力机

制、多尺度特征融合、迁移学习、域适应和对比学习等研究,进一步提升了模型对关键病理特征的表达能力,但这

类方法往往对数据质量与训练策略较为敏感,模型复杂度也随之增加。轻量化设计则提高了移动端和边缘设备

部署的可行性,但在计算开销受限条件下,模型对复杂背景、小病斑和细微差异特征的表征能力仍容易下降。这

也说明,基于图像分类的农作物病害识别研究虽然在受控条件下已取得较好进展,但在真实农业场景中,面对跨

地域环境变化、复杂背景干扰以及相似病害的细粒度识别需求时,仍难以同时兼顾模型鲁棒性、识别精度与部署

效率。

4 基于目标检测的农作物病害识别研究进展

在农作物病害的智能诊断体系中,图像分类任务主要关注整幅图像的类别判定,而目标检测则进一步实现

了对病害区域的定位与病斑范围的初步判断。与依赖手工特征的传统检测方法不同,基于深度学习的目标检测

算法采用端到端的特征学习方式,能够自动提取病斑的高层语义特征并回归空间坐标,有效提升了在复杂田间
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环境下的检测鲁棒性。
当前,基于深度学习的目标检测算法已成为精准农业领域的研究热点。根据参考文献[64]并结合相关研究

进展整理绘制了图3,可以看出,该领域的发展历程经历了从早期的R-CNN系列[65]到YOLO系列[66],再到近些

年来基于Transformer的检测范式的演进。根据模型架构与检测流程的差异,现有主流算法通常被划分为双阶

段、单阶段以及基于Transformer的目标检测算法3类。其中,双阶段目标检测算法以R-CNN系列为代表,通
过引入区域生成网络(regional

 

proposal
 

network,RPN)生成高质量候选框,优先保障检测精度;单阶段目标检测

算法以YOLO和SSD系列[67]为代表,摒弃了候选框生成步骤,直接对目标进行密集预测,在推理速度与实时性

方面占据优势;而基于Transformer的目标检测算法则通过引入自注意力机制,摆脱了对先验框的依赖,为解决

密集遮挡下的病害检测提供了新的解决思路。

图3 基于深度学习的目标检测算法发展历程

Fig.3 Development
 

of
 

deep
 

learning
 

object
 

detection
 

algorithms

4.1 双阶段目标检测算法的研究与应用

双阶段目标检测算法主要通过RPN生成候选框,随后对候选区域进行分类与回归,其中具有代表性的算法

包括Faster
 

R-CNN[68]和 Mask
 

R-CNN[69]。由于该算法采用了先提取后精修的策略,在处理背景复杂或目标密

集的农业场景时,通常能表现出较高的检测精度。

Faster
 

R-CNN作为该领域的经典架构,被广泛应用于各类作物的病害检测研究中。针对早期病害特征不

明显的问题,Bari等人[70]构建了一种基于Faster
 

R-CNN的实时诊断框架,通过优化RPN网络的参数设置,实
现了对水稻叶片病害的高精度识别。为了进一步提升模型对细微病斑的特征提取能力,Zhang等人[71]提出了一

种多特征融合的Faster
 

R-CNN模型,通过引入多层特征金字塔结构,整合了深层语义信息与浅层纹理细节,有
效改善了对大豆叶片病害的检测效果。在此基础上,Gong等人[72]针对苹果叶片病害检测,设计了一种改进的特

征提取网络,通过引入注意力机制强化了模型对病斑区域的关注度,在复杂自然背景下实现了高精度的病害定位。
针对不同农作物生长环境的特殊性,研究者们对Faster

 

R-CNN进行了针对性改良。He等人[73]提出的

MFaster
 

R-CNN模型,通过改进卷积层的连接方式,增强了对玉米叶片病害的多尺度感知能力。邓炜航等人[74]

在马铃薯病害检测中引入了可变形卷积,以适应病斑形态的不规则变化,有效降低了漏检率。此外,谢家兴等

人[75]针对荔枝病虫害检测中存在的遮挡与光照干扰问题,通过优化非极大值抑制(non-maximum
 

suppression,

NMS)算法,提升了模型在密集果园环境下的检测鲁棒性。李子茂等人[76]则将深度学习应用于月季多叶片场

景,验证了Faster
 

R-CNN在复杂背景下对多目标病虫害的并发检测能力。

Mask
 

R-CNN在Faster
 

R-CNN 的基础上增加了掩码预测分支,虽然主要用于实例分割,但是引入的

RoI
 

Align机制也能有效提升目标检测的定位精度。Li等人[77]结合小波变换与 Mask
 

R-CNN,构建了F-RNet
模型,利用频域信息增强了对微小病虫害症状的识别能力。王金星等人[78]在有关苹果园害虫识别的研究中,利
用 Mask

 

R-CNN的多任务损失函数辅助检测分支训练,有效解决了害虫与背景颜色相近而产生的误检难题。为

了满足实时处理需求,Rehman等人[79]提出了一种并行处理框架,通过迁移学习优化 Mask
 

R-CNN的特征提取

网络,实现了苹果叶片病害的快速诊断。Bondre等人[80]进一步探讨了 Mask
 

R-CNN在多种农作物病害识别中

的通用性,验证了该模型的多任务架构能够通过引入像素级监督信号,辅助主干网络提取更精细的病理特征,从
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而提供比传统检测模型更高置信度的病害定位结果,适用于需要精细化管理的农业场景。
虽然上述双阶段目标检测算法在农作物病害识别领域已经取得了较好的研究进展,并且验证了深度学习方

法的有效性,但是两步式的检测流程不可避免地带来了较高的计算开销与推理延迟。传统的Faster
 

R-CNN与

Mask
 

R-CNN等模型参数量庞大,难以满足现代智慧农业对实时监测及移动端部署的应用需求。为了解决计算

效率瓶颈,兼顾检测速度与精度的单阶段目标检测算法逐渐成为该领域的研究主流。

4.2 单阶段目标检测算法的研究与应用

单阶段目标检测算法省略了候选区域生成步骤,直接在特征图上进行密集的类别划分与边界框回归,从而

大幅提高了检测效率。该类算法中,除了主流的YOLO系列外,SSD与RetinaNet也是该领域的代表性算法,被
广泛应用于各类农作物病害的实时监测研究中[81]。

SSD算法利用多尺度特征图进行检测,能够兼顾不同大小病斑的识别需求。针对移动端部署对模型体积的

限制,Sun等人[82]在苹果叶片病害检测中提出了 MEAN-SSD模型,利用轻量化卷积模块替换传统骨干网络,在
保证实时性的同时,实现了对苹果斑点落叶病等病害的高效识别。李大华等人[83]针对柑橘病害检测,构建了一

种基于改进SSD的轻量化模型,通过引入深度可分离卷积并优化特征金字塔结构,有效降低了计算量,使该模型

适用于柑橘果园的便携式检测设备。此外,为了进一步提升SSD对复杂背景下小目标病斑的特征提取能力,

Tian等人[84]提出了VMF-SSD算法,设计了一种基于视觉空间的特征融合模块,明显增强了模型对苹果叶片细

微病变的定位精度。Guo等人[85]在棉花病害检测中也采用改进的SSD架构,通过优化先验框的尺度设置,提升

了模型对棉花叶斑病等不规则病斑的适应性。

RetinaNet算法则通过引入焦点损失函数,有效解决了单阶段检测中正负样本比例严重失衡的问题。Bao
等人[86]针对茶叶病害识别提出了AX-RetinaNet模型,该模型在RetinaNet骨干中嵌入了注意力机制,通过自适

应加权抑制背景噪声,明显提升了茶饼病、茶炭疽病等常见病害的检测准确率。Sankareshwaran等人[87]进一步

将元启发式优化算法与AX-RetinaNet相结合,用于水稻病害检测,通过优化超参数配置,使模型在处理多变光

照和复杂田间背景时表现出更强的鲁棒性。
尽管SSD和RetinaNet在一定程度上平衡了检测速度与精度,但随着农业场景对实时推理性能与跨场景泛

化能力的要求不断提升,这2类算法架构的局限性日益凸显。相比之下,YOLO系列算法凭借持续的架构优化

与良好的工程实践能力,逐渐成为单阶段目标检测领域的主流方法。

YOLO系列算法的核心思想是将目标检测任务转化为回归问题,通过单一神经网络直接实现从图像像素到

边界框坐标与类别概率的端到端预测。该类算法将输入图像划分为若干网格单元,每个单元独立负责预测目标

的位置与类别,从而省去了复杂的区域候选生成步骤。这种设计在大幅降低计算复杂度的同时,明显提升了模

型的推理速度与全局感知能力。YOLO系列算法通过持续的架构迭代,在特征提取效率、多尺度融合机制及损

失函数设计等方面不断优化,在农作物病害检测领域得到了广泛应用。

YOLOv3作为该系列的经典版本,奠定了单阶段检测在农业领域的应用基础。Liu等人[88]针对番茄灰斑病

的早期识别,提出了一种基于 MobileNetv2替换YOLOv3骨干网络的轻量化模型,在保证检测精度的同时,大
幅降低了模型参数量,使模型更适于移动端部署。针对复杂自然环境下多尺度目标的感知难题,另一项关于番

茄病害的研究则采用了密集连接结构对YOLOv3进行优化,通过增强特征传递效率,有效提升了模型在不同光

照与背景条件下的检测鲁棒性[89]。
随着YOLOv5的发布,灵活的模型缩放策略使之成为近些年来应用最为广泛的基准模型。针对蔬菜病害

检测中存在的漏检问题,Li等人[90]提出了一种改进的YOLOv5模型,通过引入注意力机制与多尺度特征融合,
有效提升了模型对细微病斑的感知能力。在特定作物场景下,郑争兵等人[91]针对柑橘叶片病害中的小目标检测

难题,设计了一种结合坐标注意力机制的改进YOLOv5模型,有效改善了对早期微小病斑的定位精度。为了适

应资源受限的硬件环境,侯鹏飞等人[92]基于YOLOv5n构建了轻量化的辣椒病害检测模型,通过剪枝与结构重

参数化技术,在保持高精度的同时实现了极致的推理速度。此外,Dai等人[93]在马铃薯病害识别中引入了混合

数据增强策略与压缩激活机制,进一步增强了模型在数据稀缺条件下的泛化性能。

YOLOv8引入了Anchor-free检测头与C2f模块,进一步推高了检测性能的上限。侯文慧等人[94]针对番茄

叶片病害图像模糊的问题,创新性地结合了超分辨率增强技术与改进YOLOv8算法,通过重建低分辨率图像细

节,实现了对模糊病斑的高精度检测。Chen等人[95]则提出了一种名为YOLOv8-ACCW 的轻量级葡萄叶片病
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害检测方法,利用自适应上下文卷积加权模块优化特征提取过程,有效平衡了检测速度与精度。甄元元等人[96]

也基于YOLOv8对葡萄病害进行了深入研究,验证了该架构在复杂果园背景下的优越表现。

YOLOv11架构在推理效率与特征表征能力上实现了进一步提升,在精细化病害诊断任务中应用效果良好。

Zhang等人[97]构建了ESM-YOLOv11框架,不仅实现了花生叶斑病的实时检测,还通过引入严重度量化模块,
完成了对病害发生程度的精准评估。Tang等人[98]针对番茄早疫病的分级检测需求,设计了YOLOv11-AIU轻量

化模型,在保证分级准确率的同时大幅降低了计算成本。此外,He等人[99]提出的YOLOv11-RCDWD模型与曾

昆峰等人[100]构建的轻量化茶叶病害检测模型,均展示了YOLOv11在玉米与茶叶等大田农作物检测中的高效

性与适用性。
上述YOLO系列算法在农作物病害检测任务中的研究进展总结见表5。

表5 YOLO系列算法在农作物病害检测任务中的研究进展

Tab.5 Research
 

progress
 

of
 

YOLO
 

series
 

algorithms
 

in
 

crop
 

disease
 

detection

文献年份 农作物 参考文献 基础模型 改进方法

2020 番茄 [88] YOLOv3 MobileNetv2替换骨干网络,引入深度可分离卷积降低参数量

2020 番茄 [89] YOLOv3 引入DenseNet密集连接结构,优化多尺度预测分支

2022 蔬菜 [90] YOLOv5 引入CBAM注意力机制抑制背景,改进PANet结构增强小目标融合

2025 柑橘 [91] YOLOv5 嵌入坐标注意力模块,设计微小目标检测层

2025 辣椒 [92] YOLOv5 结合Ghost模块进行模型剪枝,利用结构重参数化加速推理

2022 马铃薯 [93] YOLOv5 采用混合数据增强策略,引入压缩激活机制优化通道权重

2025 番茄 [94] YOLOv8 融合超分辨率重建网络,利用GAN生成细节增强特征

2024 葡萄 [95] YOLOv8 设计自适应上下文卷积加权模块,替换C2f以减少冗余计算

2025 花生 [96] YOLOv11 集成ESM严重度量化模块,构建检测与分级联合任务分支

2025 番茄 [97] YOLOv11 设计AIU轻量化上采样算子,优化检测头以适应多级病害分类

2025 玉米 [98] YOLOv11 引入RCDWD密集连接模块,增强特征复用与梯度传播效率

2025 茶叶 [99] YOLOv11 采用轻量化GSConv卷积,结合Slim-neck架构降低计算复杂度

4.3 基于Transformer的目标检测算法的研究与应用

尽管以CNN为基础的检测算法在农业领域取得了广泛应用,但受限于卷积操作的局部感受野,在处理密集

遮挡或大尺度病斑时往往难以捕捉全局上下文信息。近些年来,以DETR[101]为代表的Transformer架构通过

引入自注意力机制,实现了从图像到目标集合的端到端预测,为解决复杂农业场景下的病害检测难题提供了新

的范式。
针对原始DETR模型收敛速度慢及小目标检测精度低的问题,研究者重点探索了多尺度特征融合与结构优

化策略。Yang等人[102]在水稻叶片病害检测中构建了一种改进的检测Transformer,通过引入多尺度注意力模

块,增强了模型对稻瘟病等细微病斑的感知能力。Song等人[103]提出的ADAM-DETR模型进一步设计了自适

应特征融合机制,通过动态调整不同层级的特征权重,有效解决了水稻病害检测中因病斑尺度变化剧烈导致的

漏检问题。
为了克服Transformer计算复杂度高、推理延迟大的瓶颈,RT-DETR[104]成为当前该领域的研究热点,此模

型在保持全局建模优势的同时,还实现了实时检测。针对柑橘黄龙病的早期识别问题,Huangfu等人[105]提出了

HHS-RT-DETR方法,利用混合编码器增强特征表达,明显提升了模型在自然果园环境下的鲁棒性。Sun等

人[106]在茄子病虫害检测中引入改进的RT-DETR,通过优化注意力机制与匹配策略,有效应对了复杂田间背景

下的目标混淆难题。在葡萄与番茄病害检测方面,林文庆等人[107]与刘慧等人[108]分别针对RT-DETR进行了轻

量化改进,通过剪枝与结构重组,在保证精度的前提下大幅降低了模型参数量,使模型更适于移动端部署。Bian
等人[109]则进一步结合多尺度特征融合技术,提升了RT-DETR在番茄叶片复杂背景下的抗干扰能力。

作为Transformer检测范式的最新演进,基于DINO[110]与DEIM[111]架构的研究展示了在特征去噪与早期

微小病害识别方面的潜力。Li等人[112]提出的PL-DINO模型利用去噪锚框训练策略,增强了模型对农作物叶片
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病害特征判别的稳定性,在多种农作物数据集上取得了优于传统CNN的效果。Shen等人[113]则针对松材线虫

病的早期监测,构建了基于DEIM的轻量化检测框架LE-PWDNet,通过强化特征交互与精细化定位能力,实现

了对早期微小病变的高精度捕捉。

4.4 小结与对比

不同目标检测算法在检测精度、推理速度和场景适应性等方面表现出不同特点。双阶段方法更强调病斑定

位精度,在复杂背景、遮挡较强和病斑边界不清晰的场景中表现较为稳定,为农业病害检测提供了重要基础,但
模型结构较复杂,计算开销和推理延迟较大。随着田间实时监测需求的增强,研究重点逐渐转向以YOLO系列

为代表的单阶段方法,这类方法在检测速度和实时性方面更具优势,更适用于田间快速监测和移动端部署,但在

小病斑、密集病斑和复杂背景条件下仍较易出现漏检和误检。近些年来,基于Transformer的检测方法在全局

上下文信息建模和密集遮挡场景处理中展现出较大潜力,但对训练数据、计算资源和模型优化策略的要求更高。
整体而言,相关研究已有效提升了农作物病害目标检测的定位与诊断能力,但在真实农业场景下,对小目标病斑

的稳定识别、复杂背景干扰的有效抑制以及实时部署能力仍有待进一步提升。

5 基于图像分割的农作物病害识别研究进展

在农作物病害的智能诊断体系中,图像分割技术通过对图像进行像素级的类别判定,能够精确勾勒出病害

区域的形态边界与空间分布,为病情程度的量化评估、病斑面积的精准测算以及施药区域的精细化定位提供了

更加细粒度的技术支撑[114]。与以边界框形式标注病害位置的检测任务不同,分割任务关注的是图像中病斑的

真实轮廓与像素级归属,这种精细化的表征方式更适用于需要准确评估病害侵染范围、计算叶片受损比例或进

行变量喷施等应用需求[115]。
传统的图像分割方法主要依赖于颜色空间变换、边缘检测与阈值分割等手工特征设计策略,但在面对光照

变化、叶片遮挡以及病斑与背景颜色相近等复杂田间环境时,这类方法的适用性较为有限[116]。深度学习技术的

发展为农作物病害图像分割任务带来了新的解决方案。基于CNN的分割模型通过端到端的特征学习方式,能
够自动提取病斑的多层次语义特征并实现像素级的精准分类,明显提升了分割算法在复杂场景下的鲁棒性与泛

化能力[117]。
当前,基于深度学习的图像分割算法在农作物病害识别领域已积累了丰富的研究成果。早期研究主要集中

于基于CNN的分割方法,通过编码器—解码器结构与多尺度特征融合机制实现病斑图像的精确分割,并针对农

作物图像的特殊性进行了系列改进。随着Transformer架构在计算机视觉领域的成功应用,研究者们开始探索

将自注意力机制引入分割模型,以增强模型对全局上下文信息的捕获能力,这类混合架构方法为解决病斑形态

不规则、背景干扰复杂等挑战提供了新的技术路径。近些年来,轻量化网络设计致力于提升模型计算效率以满

足移动端与边缘计算平台的部署需求,因此受到了广泛关注。此外,基于新型特征表示或计算范式的分割方法

也逐渐应用于该领域,为农作物病害图像分割提供了更多技术选择。

5.1 基于CNN的分割方法

基于CNN的分割方法通过端到端的特征学习方式,实现了对农作物病害区域的像素级精准识别。这类方

法以编码器—解码器结构为主流架构,通过逐层下采样提取高层语义特征,再经由上采样路径恢复空间分辨率,
从而获得与输入图像尺寸相等的分割结果。根据网络架构设计的差异,当前研究主要集中于以UNet[118]为代表

的对称式编解码网络以及基于DeepLab系列[119]的空洞卷积金字塔结构这2类方法。

UNet凭借编码器—解码器对称结构与跳跃连接机制,能够有效融合浅层纹理细节与深层语义信息,在农作

物病害图像分割任务中得到了广泛应用。针对复杂背景下病斑边缘模糊与小目标检测困难等问题,研究者对

UNet架构进行了多方面改进。Wang等人[120]提出的RAAWC-UNet通过引入残差注意力模块与空洞空间金

字塔池化,结合权重压缩损失函数,有效解决了前景背景像素比例失衡问题。在葡萄黑腐病和水稻叶瘟病的图

像分割研究中,茹佳棋等人[121]和邓阳君等人[122]分别提出了改进的UNet++与VCDM-UNet模型,前者通过重

新设计跳跃连接结构并融合多尺度特征降低了计算复杂度,后者则将VGG16作为骨干网络并引入坐标注意力

机制,明显提升了对不规则病斑图像的分割精度。Singh等人[123]的研究进一步表明,通过合理应用Dropout、批
归一化等正则化技术,标准UNet架构也能在叶片病害图像分割任务中表现出较强的泛化能力。

DeepLab系列算法通过引入空洞卷积与空间金字塔池化机制,在保持计算效率的同时实现了多尺度上下文
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信息的聚合。针对黄瓜病害严重程度评估,Li等人[124]在DeepLabV3+的空洞空间金字塔池化模块中嵌入混合

注意力机制,自适应调整不同尺度特征的权重分配,实现了病害严重程度的自动估计。Zhu等人[125]则针对复杂

场景下苹果叶片病害设计了双阶段DeepLabV3+架构,首先通过引入感受野模块和反向注意力模块的网络从复

杂环境中提取叶片,随后利用调整了空洞卷积率的网络对病斑图像进行精细分割,并提出自适应损失函数以平

衡不同病斑尺度下的图像分割误差,该方法在光照变化与叶片遮挡场景下表现出较强的鲁棒性。
除了上述主流架构以外,其他CNN 分割方法在病害识别中同样具有良好表现。Yuan等人[126]提出的

DSCA-PSPNet在金字塔场景解析网络基础上引入了动态空间-通道注意力模块,通过联合建模空间位置与特征

通道间的依赖关系,有效抑制了背景杂草与土壤的干扰,提升了复杂环境下的分割精度。Saleem等人[127]针对芒

果叶片病害提出的全卷积网络FrCNnet,通过直接学习像素级特征实现了99.2%的分割准确率。Nibret等

人[128]则采用SegNet语义分割架构实现了芝麻叶片从背景中的图像分割,通过中值滤波与对比度拉伸等预处理

技术增强了图像质量,为后续的病害像素级分类奠定了基础。

5.2 基于Transformer与混合架构的分割方法

CNN在局部特征提取方面具有明显优势,但在处理背景高度相似或形态极度不规则的病斑时,受限于有限

的感受野,往往难以捕获全局上下文信息。近些年来,Transformer架构凭借强大的长距离依赖建模能力,为农

作物病害图像的精准解析提供了新的技术路径。为了兼顾局部纹理细节与全局语义信息的提取,研究者们通过

构建CNN与Transformer的混合架构,或针对农业场景特征对Transformer结构进行定制化改进,有效弥补了

单一架构的局限性。
在架构融合的探索中,如何实现2种特征的深度协同是研究的核心问题。Yan等人[129]针对棉花叶片图像

分割提出了一种复合骨干架构(CoAtNet),通过并行整合Swin
 

Transformer的长程建模能力与CNN的空间特

征提取,有效改善了对细长叶柄等微小结构的识别精度。Fang等人[130]则进一步构建了双向注意力融合网络

(BAF-Net),利用双向交互机制引导空间与语义特征在层级间进行动态校准,在辣椒病斑图像分割中实现了位

置与形态的精准对应。此外,Gangwar等人[131]将Transformer引入DeepLabV3+,设计了TransDeepLab,不仅

在番茄病害图像分割上表现稳健,还将该架构延伸至严重程度分级与产量损失估算,验证了混合架构在全流程

智慧农业诊断中的应用价值。
针对病斑边缘模糊、尺度差异大等问题,一系列更具针对性的模块化方案被相继提出。考虑到病斑边缘往

往承载重要的病理信息,吕佳等人[132]在葡萄病害图像分割中提出了一种多尺度交叉融合解码器,设计了

MCBNet,通过专门的边缘分支与多尺度交叉融合机制,提升了对病变区域轮廓的图像分割精度。针对病斑尺寸

分布不均的问题,Zhang等人[133]提出了跨分辨率Transformer(CRFormer),利用跨分辨率自注意力机制实现不

同尺度特征的深度挖掘,有效改善了对小病斑的检测性能。在水稻病害图像分割中,Dai等人[134]则通过改进的

人工免疫系统优化算法对网络超参数进行自动化优化,进一步提升了模型对细微点状病斑的识别效率。
此外,为了实现从实验室研究到真实生产环境的有效迁移,研究者们开始关注模型在复杂田间背景下的鲁

棒性与泛化能力。Yang等人[135]针对番茄病害图像分割提出了融合对抗网络FATDNet,利用对抗学习机制增

强模型对杂草、地膜等干扰信号的抑制能力,使分割结果在极端光照和遮挡环境下保持稳定。针对高质量标注

数据获取困难的问题,Wang等人[136]提出了CRE模型,采用自监督预训练策略,通过在大规模通用植物感染数

据集上进行掩码图像建模,使模型在无标注阶段即可学习普适的植物生理结构特征,降低了下游分割任务对标

注样本的依赖。这些研究推动了基于Transformer的分割技术向更精准、更稳健、更易于实际部署的方向发展。

5.3 轻量化与新型架构的探索

为了满足农作物病害自动诊断在移动设备与边缘计算平台的部署需求,研究者在提升模型精度的同时,持
续探索降低计算复杂度的有效途径。与此同时,频域特征利用、状态空间模型以及通用模型迁移等新型建模范

式也逐渐应用于农作物病害图像分割任务,为解决现有方法在复杂场景下的局限性提供了新的技术手段。
在轻量化设计方面,为满足移动设备的算力限制,Zhang等人[137]提出了UPFormer模型,通过U型感知结

构优化Transformer的计算流程,在保证田间葡萄叶片病害图像分割精度的前提下降低了参数量与推理时间。

Li等人[138]则通过改进DeepLabV3+架构,利用轻量化骨干网络实现了水稻叶斑病图像的快速分割。为了进一

步支持精准的农作物病害实时监测,Zhao等人[139]与Safran等人[140]分别探索了面向自然场景的实时分割网络,
通过优化网络结构实现了对病害严重程度的快速估计。
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频域特征的引入为复杂背景下的病害识别提供了新的视角。传统空间域方法在处理高频噪声或细节纹理

时存在一定局限,而频域分析能够有效分离不同频率成分的图像特征。Xiang等人[141]提出了DWTFormer架

构,利用离散小波变换将频域与空间域特征进行深度融合,增强了对番茄病害特征的表征能力。类似地,Li等

人[142]设计的FA-Unet通过集成频域特征提取模块,提升了果树叶片病害识别的准确性。此外,研究表明在频域

空间进行特征表征能够增强模型在小样本场景下的泛化能力。
近期,以 Mamba为代表的状态空间模型因线性计算复杂度和长程依赖建模能力,开始被应用于计算机视觉

领域[143]。Zhang等人[144]提出了首个专门用于葡萄叶片病害图像分割的 Mamba架构即 GMamba,通过设计

Co-SSM模块,将SSM的全局扫描能力与卷积的局部特征提取相结合,在黑腐病等细微病斑的识别上表现出色,
同时避免了Transformer自注意力机制计算量大的问题。Anandhajothi等人[145]构建了Vision

 

Mamba-TDL-Seg
框架,通过高效的全局建模实现了对植物病害诊断与扩散趋势的估计。

此外,通用模型在农业场景中的适配应用也成为研究方向之一。Li等人[146]提出的 EMSAM 通过对

Segment
 

Anything
 

Model(SAM)[147]进行多尺度增强,改善了原模型在处理多尺度、细微叶片病斑图像时的分割

效果,提升了模型在复杂背景下的零样本分割性能。这些技术的应用,不仅提升了农作物病害识别的精度与效

率,也为构建适用于田间环境的实时诊断系统提供了技术支撑。

5.4 小结与对比

表6总结了当前农作物病害识别中典型的深度学习分割方法及应用局限。综合现有研究,不同类型的病害

图像分割方法在病斑边界刻画、复杂背景适应和计算开销等方面表现出不同特点。以UNet和DeepLab系列为

代表的CNN方法在病斑区域提取和像素级识别方面较为成熟,为后续研究提供了稳定基础,但在病斑边缘模

糊、形态不规则和小病斑分散等场景下,仍容易受到复杂背景干扰。Transformer及混合架构增强了对全局上下

文信息的利用,在复杂背景下的不规则病斑图像分割和边界优化方面表现出更大潜力,但对标注数据、训练成本

和计算资源的要求也更高。轻量化设计以及频域特征、状态空间模型和通用模型迁移等方法,则进一步拓展了

病害图像分割在移动端部署和跨场景应用中的可能性,但在资源受限条件下,病斑边界细节保留、分割稳定性以

及对不同农作物和成像条件的适应能力仍有不足。总体上,现有研究已提高了病害区域图像分割的精细程度,
但像素级标注成本较高、病斑与健康组织过渡不清、复杂田间背景干扰较强以及分割结果与病情量化评估和精

准施药等实际环节衔接不足,仍是当前应用中需要解决的问题。

6 总结与展望

本文系统回顾了基于深度学习的农作物病害识别研究进展,分析了从图像分类、目标检测到图像分割三大

核心任务的技术演变与应用现状。总体而言,深度学习技术凭借端到端的特征学习能力,在鲁棒性与泛化性方

面较传统手工特征提取方法有所改进,为农作物病害的智能诊断提供了技术支撑。
针对病害种类的识别判定需求,经典的CNN与新兴的Transformer架构已形成较为完善的分类框架。相

关研究通过引入注意力机制、多尺度特征融合以及迁移学习策略,在一定程度上缓解了复杂背景干扰、细粒度病

害混淆及小样本训练等问题。而在病害位置的精准定位与计数方面,以YOLO系列为代表的单阶段算法与以

Faster
 

R-CNN为代表的双阶段算法,在检测速度与精度之间形成了不同的权衡方案,基于Transformer的端到

端检测范式则为解决密集遮挡与长距离语义依赖问题提供了新的技术路径。针对病害区域像素级分割的需求,
以UNet和DeepLab系列为代表的CNN,通过编码器—解码器结构与空洞空间金字塔池化机制,确立了分割任

务的基础框架。随后的研究引入Transformer架构与混合注意力模型,利用长距离依赖建模能力,改善了对复

杂背景下不规则病斑及细微边缘的分割效果,为病害严重程度的量化评估提供了技术支撑。此外,针对农业应

用场景的部署需求,轻量化网络设计与模型压缩技术的应用,降低了深度学习模型的计算资源消耗,为移动端与

边缘计算设备的实际部署创造了条件。
尽管当前研究在特定数据集与实验条件下已取得一定进展,但综合前文分析可以看出,现阶段基于深度学

习的农作物病害识别主要面临以下几方面问题:复杂田间环境下的跨场景泛化能力不足,资源受限条件下的轻

量化部署与实时应用仍受限制,高质量标注数据尤其像素级标注获取成本较高,单一可见光图像对病害早期识

别和复杂症状判别的信息支撑有限,以及现有研究与区域农业生产场景的结合仍不够紧密。围绕上述问题,未
来可从以下几个方面进一步推进:
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表6 农作物病害识别中典型的深度学习分割方法及局限性

Tab.6 Typical
 

deep
 

learning
 

segmentation
 

methods
 

and
 

their
 

limitations
 

in
 

crop
 

disease
 

recognition

方法类型 代表性方法 解决的问题 局限与挑战

多尺度特征融合
RAAWC-UNet[120]、

CRFormer[133]

病斑尺度分布不均、小
目标病 斑 图 像 分 割 困

难、多尺度上下文信息

整合

能够兼顾不同尺度病斑特征,但在极早期小

病斑、病斑分散或叶片重叠场景下的图像仍

易出现漏分割,对不同农作物类型和拍摄条

件的适应性也不够稳定

注意力机制

VCDM-UNet[122]、

注意力优化DeepLabV3+[124]、

MCBNet[132]

复杂背景干扰抑制、病
斑边缘模糊、关键病理

区域定位、不规则形态

识别

在复杂背景下可强化对病斑区域的响应,但
遇到叶脉反光、露滴高光或阴影遮挡时,注
意力容易偏向非病斑区域,导致边缘识别不

准或离散病斑遗漏

损失函数优化

RAAWC-UNet
(权重压缩损失)[120]、

双阶段DeepLabV3+
(自适应损失)[125]

前景背 景 像 素 比 例 严

重失衡、小病斑易被忽

略、不同尺度病斑的图

像分割误差平衡

有助于缓解前景背景不平衡,但对病斑边界

模糊和标注不一致问题改善有限,尤其在不

同农作物和不同季节下病斑面积占比变化

较大时,损失项设置仍较依赖经验调整

架构融合

CoAtNet[129]、

BAF-Net[130]、

TransDeepLab[131]

全局上 下 文 信 息 捕 获

不足、局部细节与全局

语义的协同、长程依赖

建模

兼顾了局部细节与全局语义信息,但对标注

数据规模和训练条件要求较高,图像分块或

多层特征传递过程中,微小病斑和细边界信

息仍可能被削弱

频域特征利用 DWTFormer[141]、FA-Unet[142]
高频噪声抑制、细节纹

理提取、小样本场景下

的泛化能力增强

在纹理细节提取和部分噪声抑制方面具有

优势,但容易受到叶脉纹理、叶缘细碎结构

和图像模糊的影响,对主要表现为颜色变化

而纹理不明显的病害优势不够突出

鲁棒性增强策略
FATDNet(对抗学习)[135]、

CRE(自监督预训练方法)[136]

复杂田间背景干扰、极
端光照和遮挡条件、高
质量标注数据稀缺

对泥点、水渍和农药残留等真实田间干扰覆

盖仍有限,增强鲁棒性的同时可能削弱早期

弱病斑

轻量化设计

UPFormer[137]、

轻量化DeepLabv3+[138]、

GMamba[144]

移动设 备 和 边 缘 平 台

的计算资源约束、实时

性要求、推理速度优化

提高了移动端和边缘设备上的部署可行性,

但模型压缩后对微小病斑、细边界和弱特征

区域的表征能力更易下降,在复杂背景下分

割结果稳定性不足

通用模型迁移与适配 EMSAM[146]

多尺度 细 微 病 斑 图 像

分割、零 样 本 学 习、跨
场景泛化能力

拓展了跨场景和零样本应用的可能性,但不

同农作物、品种和生育期之间的症状差异较

大,实际应用中往往仍需少量目标数据进行

调整,非病害因素干扰下也较易误分割

1)
 

提升跨场景泛化能力。田间环境中的非均匀光照、叶片遮挡、背景干扰以及跨地域作物生长差异,都会导

致模型在实际应用中出现性能下降。未来可进一步加强域适应、域泛化和对抗训练等方法研究,并结合植物病

理学先验知识优化特征表征,提升模型在跨场景、跨作物和跨区域条件下的稳定识别能力。

2)
 

推进轻量化部署与实时应用。农业生产中的移动终端、田间传感设备和无人机平台通常受到算力、存储

和能耗限制,模型体积与推理延迟仍是制约技术落地的重要因素。未来应继续推进轻量化网络设计、模型剪枝、
量化压缩和边缘协同计算等研究,提高模型在资源受限设备上的实时应用能力。

3)
 

降低高质量标注数据依赖。病害识别尤其是病斑图像分割任务对高质量标注样本依赖较强,而像素级标

注成本高、周期长,已成为限制模型性能提升的重要因素。未来可进一步发展自监督学习、半监督学习和主动学
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习等方法,充分利用无标注或少标注数据资源,在控制标注成本的同时提升模型训练效率和泛化表现。

4)
 

强化多模态与多源信息融合。单一可见光图像对病害早期生理变化和复杂症状差异的表达能力有限,难
以满足早期预警和精细诊断需求。未来可加强可见光、高光谱、热红外影像以及气象、土壤等环境信息的协同融

合研究,增强模型对病害早期异常信号和复杂病害类型的识别能力,推动病害识别由被动诊断向主动预警发展。

5)
 

加强面向区域农业场景的应用转化。现有研究多集中于公开数据集或相对受控的实验条件,与真实农业

生产场景之间尚存在差距。未来需要在不同农作物、生育期、地域和季节条件下开展系统验证,并推动病害识别

模型与农情监测、精准施药和智能农机装备的协同应用。尤其应结合西南地区水稻、玉米、马铃薯、柑橘、辣椒和

茶叶等主要农作物,以及山地农业地形起伏大、遮挡多、环境变化快等场景特点,增强相关研究的区域适用性和

应用针对性。
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Abstract:
 

Crop
 

diseases
 

pose
 

a
 

serious
 

threat
 

to
 

global
 

food
 

security,
 

and
 

timely
 

and
 

accurate
 

identification
 

is
 

essential
 

for
 

effective
 

prevention
 

and
 

control.
 

Deep
 

learning
 

technologies
 

have
 

advanced
 

rapidly
 

in
 

the
 

field
 

of
 

disease
 

recognition,
 

yet
 

systematic
 

reviews
 

remain
 

relatively
 

limited.
 

This
 

paper
 

aims
 

to
 

comprehensively
 

summarize
 

the
 

research
 

progress
 

in
 

crop
 

disease
 

recognition
 

using
 

deep
 

learning,
 

providing
 

reference
 

for
 

further
 

studies
 

in
 

this
 

area.
 

We
 

systematically
 

review
 

relevant
 

research
 

achievements,
 

introduce
 

fundamental
 

principles
 

and
 

evaluation
 

metrics,
 

summarize
 

commonly
 

used
 

datasets
 

and
 

preprocessing
 

methods,
 

and
 

detail
 

existing
 

work
 

from
 

three
 

perspectives—image
 

classification,
 

object
 

detection,
 

and
 

image
 

segmentation.
 

We
 

analyze
 

current
 

challenges
 

and
 

outline
 

future
 

research
 

directions.
 

In
 

image
 

classification,
 

convolutional
 

neural
 

networks
 

(CNNs)
 

and
 

Transformer
 

architectures
 

have
 

been
 

widely
 

applied.
 

By
 

incorporating
 

attention
 

mechanisms,
 

multi-scale
 

feature
 

fusion,
 

and
 

transfer
 

learning,
 

these
 

approaches
 

alleviate
 

issues
 

caused
 

by
 

complex
 

backgrounds
 

and
 

fine-grained
 

disease
 

confusion.
 

In
 

object
 

detection,
 

two-stage
 

and
 

single-stage
 

algorithms
 

enable
 

simultaneous
 

localization
 

of
 

candidate
 

regions
 

and
 

prediction
 

of
 

bounding
 

boxes,
 

allowing
 

joint
 

determination
 

of
 

lesion
 

locations
 

and
 

categories.
 

Detection
 

methods
 

based
 

on
 

Transformers
 

further
 

enhance
 

global
 

relationship
 

modeling
 

under
 

conditions
 

of
 

complex
 

backgrounds
 

and
 

dense
 

occlusions.
 

In
 

the
 

field
 

of
 

image
 

segmentation,
 

UNet
 

and
 

DeepLab
 

series
 

methods
 

have
 

established
 

fundamental
 

frameworks,
 

while
 

Transformers
 

and
 

hybrid
 

architectures
 

have
 

improved
 

segmentation
 

performance
 

for
 

irregular
 

lesion
 

images.
 

Lightweight
 

network
 

designs
 

reduce
 

computational
 

resource
 

consumption,
 

enabling
 

deployment
 

on
 

mobile
 

devices.
 

Deep
 

learning
 

has
 

achieved
 

significant
 

progress
 

in
 

crop
 

disease
 

identification,
 

yet
 

challenges
 

remain
 

in
 

cross-scenario
 

generalization
 

and
 

real-time
 

processing.
 

Future
 

research
 

can
 

advance
 

practical
 

applications
 

by
 

enhancing
 

generalization
 

capability,
 

optimizing
 

lightweight
 

design,
 

integrating
 

multimodal
 

data,
 

and
 

promoting
 

technology
 

transfer.
Keywords:

 

crop
 

disease
 

identification;
 

deep
 

learning;
 

image
 

classification;
 

object
 

detection;
 

image
 

segmentation
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